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ВВЕДЕНИЕ 
Динамические сценарно-прецедентные системы 

(ДСПС) предназначены для решения трудноформализуе-
мых задач в слабоструктурированных предметных облас-
тях, вследствие чего функционируют в условиях неопре-
деленности исходной информации, а также дефицита 
времени [1]. Соответственно, к ДСПС предъявляются 
особые требования по обработке неполной и неточной 
исходной информации (событий) от нескольких незави-
симых источников в условиях воздействия шумов и ис-
кажений, при обеспечении быстродействия, достаточного 
для функционирования ДСПС в реальном времени.  

В [2] показано, что функционирование ДСПС в реаль-
ном времени является процессом правдоподобных рас-
суждений в соответствии со «здравым смыслом». В каче-
стве основы представления знаний для ДСПС предложена 
ситуационно-событийная модель, над которой построен 
формализм правдоподобных древовидных сетей собы-
тий (ПДСС) [3]. ДСПС реализуют цикл правдоподобного 
вывода по прецедентам путем инкрементного формиро-
вания заключений для множества активных гипотез, 
построенных в соответствии с динамической оценкой 
подобия наблюдаемого потока событий и эталонных 
потоков событий, содержащихся в прецедентах.  

Вместе с тем, вследствие накопления значительного 
числа прецедентов при наблюдении за реальной пред-
метной областью объем хранилища прецедентов M , 
представляемого с помощью ПДСС W , интенсивно и 

неограниченно растет. Существенно сократить число 
прецедентов, накапливаемых в хранилище M , возмож-
но, используя методы адаптации [4], сводящиеся к обоб-
щению возможных решений для определенных классов 
проблемных ситуаций в виде множества адаптационных 
правил (АП) 

1
AR

n

j j
, хранимых совместно с описанием 

проблемы  s  и ее возможного решения  r . Каж-
дое АП позволяет сопоставить выявленным отклонениям 
описания проблемы  s  необходимые коррекции 
(отклонения) решений  r . Однако, в процессе функ-
ционирования ДСПС число АП также существенно возрас-
тает, что замедляет вывод по прецедентам и снижает 
быстродействие ДСПС. 

Используя методы машинного обучения, можно 
сформировать множество АП, содержащее наиболее 
общие правила, применимые на определенных подмно-
жествах конкретных ситуаций. В то же время, в отличие 
от известных подходов к организации машинного обуче-
ния [5], в которых задачи отбора и верификации наибо-
лее полезных результатов обучения возложены на поль-
зователя, процесс обучения ДСПС вследствие дефицита 
времени должен быть автоматическим.  

В процессе обучения ДСПС можно использовать мето-
ды индуктивного обучения [6] и выявления скрытых 
знаний (knowledge discovery) [7]. Однако, использование 
машинного обучения в ДСПС сопряжено с рядом про-
блем, к основным из которых относится чрезмерно высо-
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кая вычислительная сложность алгоритмов, так как алго-
ритмы машинного обучения работают на основе полного 
перебора обучающей выборки, а также значительное 
число правил на выходе, большинство из которых явля-
ются нерепрезентативными, а значит, и бесполезными 
для принятия решений.  

С первым из указанных недостатков можно бороться, 
сокращая различными способами объем обучающей 
выборки, со вторым – используя различные механизмы 
отсечения нерепрезентативных правил. Радикальным 
решением первой проблемы является также вынос фазы 
машинного обучения за пределы основного цикла функ-
ционирования ДСПС. 

Цель статьи состоит в разработке метода формиро-
вания свертки адаптационных правил, основанного на 
использовании механизмов машинного обучения и ис-
пользующего формализм представления знаний в виде 
ПДСС, который был бы пригоден для использования в 
ДСПС при осуществлении вывода по прецедентам в ре-
альном времени.  

ПОСТАНОВКА ЗАДАЧИ 
Рассмотрим вопросы противодействия неограничен-

ному росту объема хранилища прецедентов (как в смыс-
ле накапливаемого числа прецедентов, так и в смысле 
числа адаптационных правил), негативно влияющего на 
производительность ДСПС, с этой целью поставим задачу 
обучения как задачу обобщения на пространстве уточне-
ния решений.  

Целью процесса автоматического обучения ДСПС бу-
дем считать получение методом обобщения свертки 
наиболее общих АП, описывающих способы адаптации 
решений для типовых ситуаций.  

Пусть хранилище прецедентов представлено как 
 1,... NM e e , где N M , ie M  – прецеденты. 

Всякий прецедент ie M  может быть представлен 
вектором  1,... , ,i i in i ie x x g e


, где ie

  – ссылка на ре-
шение прецедента ir W  в форме куста ПДСС 

igY , 

ig C  – целевое состояние, а  1,...i inx x  – вектор 
оценки значений параметров контекста 

   1 2, ,... Ctx
i i i

n
e e e iv v v e , причем  1,...i inx x W .  

Пусть для каждого параметра контекста 
i

j
ev  задан его 

вес jw , такой что  [0,1]  1...jw j n   . Зададим также 
предопределенный на этапе синтеза ДСПС линейный 
порядок w  на множестве параметров контекста. 

Тогда задача обучения ДСПС сводится к задаче обоб-
щения на пространстве уточнения решений в соответст-
вии с [8]. 

Для заданных:  
- множества пар различающихся прецедентов 

  , ,...k le e  (экземпляров), образующих обучающую 

выборку TS ; 
- языка описания экземпляров обучающей вы-

борки    s r   ; 
- языка описания отклонений 
       s r       ; 

- иерархии отклонений   ,    , индуци-

рующей операции включения ( ) / вложения ( ); 
- множества зависимостей между экземпляра-

ми TS  и их обобщениями, заданных в виде АП, таких что 
    AR s r     покрывает 

    AR
kl kl

kl s r   , если 

         , ,
kl kl

s r s r     ,  

задача обучения состоит в нахождении множества 
обобщенных адаптационных правил AR j , каждое из 
которых совместимо с TS  и покрывает минимум один из 
экземпляров TS : | ARkl kl jAR TS AR   .  

РЕШЕНИЕ ЗАДАЧИ 
 Процесс обучения ДСПС в соответствии с [7] может 

быть представлен следующей последовательностью 
операций (рис. 1): 

- загрузки данных, при этом производится выборка 
некоторого подмножества прецедентов  ,...i qe e M  в 

векторном формате представления; 
- нормализации выборки, связанной с выполнени-

ем атрибутной кластеризации хранилища прецедентов 
для сокращения размера обучающей выборки TS ; 

- предобработки выборки, заключающейся в по-
строении отклонений    kl kl

s r    для каждой пары 

прецедентов  ,k le e  на основе отклонений значений 
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параметров     
1 1 1 ,...,

kl klmx k l x km lmx x x x      , 

 
1
,...,

kl klm

kl
s x x     (в зависимости от особенностей 

предметной области операция может потребовать также 
очистки значений параметров от шумов, сглаживания, 
фильтрации и т.д. [9]). 

Загрузка 
данных 

Хранилище 
прецедентов 

 1 ,... NM e e  

Нормализация 
выборки 

Множество  
кластеров 

1 ... mM L L =  

Предобработка 
выборки 

Множество  
отклонений 

 
1
,...,

kl klm

kl
s x x     

Обработка 
выборки 

Множество адаптаци-
онных правил 

 q qL AR  

Постобработка 
множества 
правил 

Свертка множества 
адаптационных правил 

 qAR


 

Вектора 
отклонений 

 1,... , ,i i in i ie x x g M   

 
Рис. 1. Процесс обучения ДСПС 

- обработки обучающей выборки TS , связанной с 
использованием одного или нескольких алгоритмов data 
mining для отыскания АП, являющихся обобщением неко-
торого подмножества обучающей выборки TS ; 

- постобработки результатов. 
Кластеризация хранилища прецедентов используется 

для ускорения операций выборки сходных прецедентов, 
при этом хранилище M  разбивается на кластеры 

1,... mL L  на основе взвешенной меры близости ( )w
kld  

согласно весам jw  относительно w .  

Для заданного набора весов признаков jw  и пары 

прецедентов  ,k le e  определим взвешенную меру 

близости ( )w
kld  

 ( ) ( ) 2 2

1
, ( )

nw w
kl k l j kj ljj

d d e e w x x


   , (1) 

и, на ее основе, меру сходства ( )w
klSIM  прецедентов 

ke  и le : 
 ( ) ( )1 1w w

kl klSIM d   , (2) 
где    – ненулевой положительный коэффициент.  
Если все веса jw  равны 1, то мера близости является 

евклидовой мерой и обозначается как kld , а соответст-
вующая ей мера сходства – SIMkl . 

В основу метода кластеризации положено понятие 
матрицы сходства, определяемой на множестве пар 
прецедентов   , ,...k le e  в соответствии с (1), (2) [10]. 

Модифицированная матрица сходства заполняется оцен-
ками ( ) ( )max [min(SIM ,SIM )]w w

kl j kj jlsim  . Далее мат-
рицу сходства можно преобразовать в матрицу эквива-
лентности, используя значимый порог неразличимости 

 0..1 . 
Определение 2. Прецеденты ke  и le  принадлежат 

одному и тому же кластеру kL , ,k l ke e L , если и только 
если k le e  и klsim  . 

Опред. 2 предоставляет возможность группировать 
подмножества сходных друг другу с оценкой klsim   
прецедентов в кластеры, причем результат кластериза-
ции зависит исключительно от упорядоченности оценок 
весов параметров jw , используемых при вычислении 
матрицы сходства. Если хранилище прецедентов M  
разбито на m  кластеров,  1,... mL L , то для любых 

 1...i m  и прецедента k ie L   
    , ,min max max

i j

w w
l L l k kl i j m j i l L klSIM SIM      , (3) 

т.е. сходство между любыми прецедентами, принад-
лежащими одному и тому же кластеру, всегда больше, 
чем между любым из прецедентов данного кластера и 
любым из прецедентов любого другого кластера.  

С помощью кластера qL  в хранилище прецедентов 
представлены множества конкретных ситуаций, соответ-
ствующие некоторым типовым ситуациям qs . Для вы-
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полнения кластеризации можно использовать алгоритмы 
атрибутно-ориентированной индукции [11]. 

На этапе предобработки выборки для каждого кла-
стера 1 2{ , ,..., }q mL e e e , содержащего прецеденты в 

форме  1,... , ,i i in i ie x x g e


, на каждой паре 

 ,k l qe e L  можно сформировать множество векторов 
отличия. 

Определение 3. Всякий прецедент 
 ,  1...k qe L k m   может быть представлен как вектор 

отличия lk  относительно другого прецедента 
 ,  1...l qe L l m  : 

 
   

     
1 1 2 2

1 2

( , ,...

..., , , )

= { , ,..., , , },

lk l k

l k l k

ln kn l k l k

xlk xlk xlkn glk clk

e e

x x x x

x x g g e e

    

  

 

    

  
 (4) 

где 2lk n   .  

Вектор отличия является экземпляром соответст-
вующего отклонения прецедентов 

    1,..., , ,lk lk lk
s xlk xlkn r glk clk          , что 

может быть использовано далее в процессе обработки 
кластера qL . Пусть  1,... nX X X  – множество пара-
метров.  

Назовем набором признаков подмножество 2X  
множества параметров X .  

На вход алгоритма data mining подаются т.наз. тран-
закции, которые представляют собой множества наборов 
признаков [9]. На выходе требуется получить множество 
обобщенных АП AR j .  

Значимость правила AR j  оценивается относитель-
ным охватом обучающей выборки 

   |j kl kl js AR AR TS AR AR TS   , (5) 

Нетрудно заметить, что 
     i j i jAR AR s AR s AR  . 

Значимость  s   набора признаков   есть отно-
шение числа транзакций m   , содержащих набор 
признаков  , к общему числу транзакций m  [12].  

Введем порог значимости  min 0,1  . 

Определение 4. Набор признаков   называется час-
то встречающимся для заданного порога min  если 
  mins   . 

Определение 5. Набор признаков   называется 
замкнутым, если добавление нового признака изменяет 
его значимость:  

      |  q q qs s X X X X      , (6) 

Если существует n  АП klAR TS , таких что 

1 2 3klAR AR AR AR   и  1 2 3, ,AR AR AR , набор 
признаков   является часто встречающимся в случае 

minn TS  .  
Если   незамкнут, он представляет собой чрезмер-

ное (безосновательное) обобщение [13], основанное на 
нерепрезентативных экземплярах выборки. 

Задачей переработки обучающей выборки является 
выявление всех часто встречающихся замкнутых наборов 
признаков (frequent closed itemset, FCI). Решение данной 
задачи может быть получено использованием ряда алго-
ритмов, нацеленных на получение FCI, как по отдельно-
сти, так и в различных комбинациях, например A-Priori, 
Charm, GenMAX, Eclat и др. [14].  

Порог значимости min  позволяет отрегулировать 
число АП, составляющих результат: чем выше min , тем 
меньше число обобщенных правил. Завышая значение 

min , можно ограничить число генерируемых правил, но 
существует риск «пропустить» полезные правила мень-
шей общности. Занижение min  приведет к увеличению 
числа результирующих правил, что приведет к резкому 
увеличению («экспоненциальному взрыву») вычисли-
тельной сложности адаптации сформированных реше-
ний.  

Несмотря на то, что большинство известных алгорит-
мов поиска FCI способны сокращать число генерируемых 
правил путем отсечения (pruning) тех правил, оценка 
интересности или полезности для которых не превышает 
установленный порог, проблема адекватного подбора 
значения min  существенна, т.к. адаптационные знания 
по определению сильно зависимы от контекста ситуации, 
поэтому полезные правила специфичны (конкретны) и 
могут затеряться среди значительного множества сгене-
рированных более конкретных правил, либо быть отсече-
ны при генерации компактного множества правил боль-
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шей общности. Углубленный обзор существующих алго-
ритмов data mining в приложении к обработке больших 
хранилищ прецедентов с анализом способов генерации 
компактных множеств правил дан в [15].  

В результате выполнения нормализации, предобра-
ботки и собственно обработки обучающую выборку раз-
бивают на кластеры 1,... mL L , и для каждого кластера qL  

строят множество АП  qAR , которое естественным 

образом ранжировано по значимости  qs AR  состав-

ляющих его правил.  
Целесообразным способом постобработки множества 

АП является его индуктивное обобщение с использовани-
ем алгоритма C4.5 [16], который обычно используется 
для построения деревьев решений (иерархической клас-
сификационной модели). В нашем случае дерево реше-
ний уже построено на фазе обработки выборки, поэтому 
алгоритм C4.5 будем использовать для его обобщения 
путем обучения на примерах. К достоинствам алгоритма 
следует отнести высокую скорость процесса обучения и 
простоту интерпретации, возможность обработки пропу-
щенных значений.  

Исходя из опред. 3, в кластере qL  все прецеденты 

 1, p qe e L  представлены в виде вектора отличия 

1 2{ , ,..., , , }lk xlk xlk xlkn glk clk       .  
Сформируем набор признаков (атрибутов), каждый 

из которых имеет дискретное или числовое значение, при 
этом   1,i

xlkiP i n    , и введем классификацион-
ный признак 1nP  . Введем для каждого атрибута iP  
множество-носитель значений  1,...

i
mQ  = , сформи-

руем решетку  ,i iU Q = , и определим функцию 

   iQ i
iRange dom X U , разбивающую область 

значений параметра iX , соответствующего атрибуту iP , 
на m  интервалов.  

Зададим для каждого атрибута iP  функцию фаззи-
фикации   :i j

i ifuz x U x  и обратную ей функцию 

дефаззификации   :j i
i idefuz x U x   (рис. 2). 

 1 1X xvalue 
 

 idom X  

iM  1  2 3  4 5  6

 1 2 3 4 5 6, , , , ,iQ         ,    6i iU Q m    

iU  

  :i j
i ifuz x U x  

1v  

3
1 1X̂ x  

2v  
3v  4v  5v  6v  

1v  2v  3v  4v  5v  

  :j i
i idefuz x U x   

 2 3,ix v v   

 
Рис. 2. Фаззификация и дефаззификация атрибутов 

Выполненное отображение значений каждого атри-
бута iP   на решетку iU  позволяет для числовых 
параметров iX  перейти от бесконечного множества 
значений, определенных на  , к компактному m -
ограниченному множеству значений на iQ . В качестве 
множества примеров используем множество векторов 
различия   ,  ,kl k l qe e L  , имеющее размерность 

 1 !p . 
Если рассматривать каждый вектор отклонения как 

пример, можно на его основе сформировать  1n  
столбцов таблицы решений  , а множество векторов 
различия даст  1 !p  строк, причем каждая ячейка 
таблицы может иметь не более m  различных значений 
(на практике для каждого атрибута требуется различная 
мощность множества-носителя, поэтому m представляет 
собой максимальное значение мощности носителя для 
всех n атрибутов). 

Так как всякое АП AR j  может быть представлено в 
виде конъюнктивной нормальной формы 
     1 1 1... n n n

j j jP V P V U V      , где i
jV  – зна-

чение атрибута iP , АП может быть преобразовано в 
строку таблицы, а всякий путь от корня дерева решений к 
конечному его листу однозначно конвертируется в АП, и 
наоборот [17]. 

Разобьем кластер qL  на множество подкластеров 

 1 ,... m
q q qL L L . 
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Поскольку дерево решений уже построено на фазе 
обработки выборки, относительная частота некоторого 
узла NV  дерева решений в кластере j

qL  составляет зна-
чимость соответствующего АП NAR : 

 ( )q N NP V s AR . (7) 
Энтропия ( )E  узла NV  по кластерам j

qL  определяет-
ся как: 

   
1

( ) [1 ]
m

N N Nj
E V s AR s AR


   (8) 

Таким образом, для каждого атрибута iP  существует 
m  дочерних узлов представляющего атрибут узла SV . 
Тогда информационная значимость атрибута iP  в узле 

SV  определяется как: 

   5
1

1

( , ) ( )

( )

i
S S

im
S j i

S ji
i S jj

Info P V E V

s V A
E V P

s V A


 


  





. (9) 

Постобработка дерева решений алгоритмом C4.5 
принципиально проста [18]. Имеется корень и ассоцииро-
ванная с ним таблица  , которую необходимо разбить 
на подмножества. Для этого случайно выбирается один из 
узлов SV , и один из атрибутов iP  в узле SV  в качестве 

проверки. Вычисляем величину ( , ) 0i
SInfo P V  , и 

выбираем i  такое, что 
  1argmax ( , )i

S i n SE V Info P V  .  
Выбранный атрибут имеет m  значений, что даёт раз-

биение на m  подмножеств. Далее создаются m  потом-
ков корня, каждому из которых поставлено в соответст-
вие своё подмножество, полученное при разбиении  . 
Процедура выбора атрибута и разбиения по нему рекур-
сивно применяется ко всем m  потомкам, для которых 

( , ) 0i
SInfo P V   и останавливается в двух случаях: 

- после очередного ветвления в вершине ока-
зываются примеры из одного класса, для которых  Ns V  
превышает заданный порог   (тогда она становится 
листом, а класс, которому принадлежат её примеры, 
будет решением листа),  

- вершина оказалась ассоциированной с пус-
тым множеством (тогда она становится листом, а в каче-
стве решения выбирается наиболее часто встречающийся 
класс у непосредственного предка этой вершины). 

Таким образом, алгоритм обучения на примерах ста-
новится правдоподобным эвристическим [616]. В резуль-

тате его работы получаем свертку множества правил 

 qAR


 по m , являющуюся индуктивным обобщением 

множества  qAR  (рис. 3).  

АП в обобщенном дереве решений соответствуют 
всем возможным путям от его корня к листьям, т.е. число 
таких правил равно числу листьев. 

 

1 3.45li   2 11.8li    3 4.7li   . . . . . . 

1 ...lk   2 10.6lk    3 ...lk   . . . . . . ke

ie  

1 ...lp      2 3 , 4lp      3 ...lp   . . . . . . pe

iQ  
1  2 3  4 5  6

1012

   
2 2

;p k p i
x x

e e e e    

Рис. 3. Принцип обобщения адаптационных правил 

ОСНОВНЫЕ РЕЗУЛЬТАТЫ И ВЫВОДЫ 
В статье предложен метод формирования свертки 

множества адаптационных правил, основанный на ис-
пользовании моделей и методов машинного обучения. 
Метод реализуется правдоподобным эвристическим 
процессом обучения, интегрирующим фазы концептной 
кластеризации, переработки обучающей выборки с по-
мощью алгоритмов data mining и постобработки мно-
жеств АП с использованием индуктивного обучения на 
примерах, и основан на представлении знаний правдопо-
добными деревьями решений. В результате выполнения 
процесса обучения формируется индуктивное обобщение 
в виде свертки множества адаптационных правил.  

Предложенный метод позволяет добиться сбаланси-
рованности кроны правдоподобных многоуровневых 
древовидных сетей событий, лежащих в основе храни-
лища прецедентов в динамической сценарно-
прецедентной системе, а также оптимизировать размер 
хранилища прецедентов, объединяя в кластеры близкие 
по содержанию прецеденты и обеспечивая необходимые 
корректировки путем выполнения трансформационных 
операций. Метод может быть использован в контуре 
обратной связи в динамических сценарно-прецедентных 
системах, осуществляющих вывод по прецедентам в 
реальном времени.  
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