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ПроБлеМЫ коМПреССии даннЫХ БолЬШоГо оБЪеМа  
В УСлоВияХ неоПределенноСти С ЦелЬЮ ВЫяВления 
локалЬнЫХ оСоБенноСтеЙ

Е.А. ВИНОКУРОВА

Предложено архитектуру и алгоритм обучения всех параметров вэйвлет-нейро-компрессора дан-
ных большого объема в условиях неопределенности с целью выявления локальных особенностей 
данных. Вэйвлет-нейро-компрессор позволяет сжимать не только данные, поданные в виде таблиц 
“объект-свойство”, но и нестационарные нелинейные временные ряды в on-line режиме. Предло-
женный подход может быть использован для решения задач интеллектуальной обработки сигналов 
произвольной природы и в задачах аутентификации пользователей по их биометрическому образу.
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ВВедение

В настоящее время информация накапли-
вается в огромные базы данных, объем которых 
измеряется в терабайтах. Фактически бесчислен-
ное количество информации может получить кто 
угодно и где угодно через Интернет. Но для эф-
фективного принятия решений полученную ин-
формацию необходимо обобщить и структуриро-
вать. Таким образом, когда количество данных, 
размерность и сложность скрытых зависимостей 
в них выше человеческих возможностей на пер-
вый план выходят методы интеллектуального 
анализа данных, которые позволяют извлечь ло-
кальные особенности и полезные знания.

Наряду с задачами, так или иначе связан-
ными с проблемой аппроксимации, такими как 
прогнозирование, эмуляция, идентификация, 
распознавание образов, достаточно часто при-
ходится решать задачу компрессии информации 
(сокращение размерности входного простран-
ства признаков). 

Задача компрессии данных широко приме-
няется в различных приложениях биомедицины, 
техники, экономики, а также в задачах биометри-
ческой аутентификации личности, где необходи-
мо выделить локальные особенности биометри-
ческих образов пользователя с целью занесения 
их в базу данных и для дальнейшего проведения 
аутентификации личности [1-5].

Выделим в качестве основных следующие 
типовые прикладные задачи снижения размер-
ности анализируемого признакового простран-
ства, которые рассматриваются в рамках много-
мерного анализа данных [6].

Первой задачей можно выделить отбор наи-
более информативных признаков (включая выяв-
ление латентных факторов). Речь идет об отборе 
из исходного (априорного) множества признаков 
X x x xn= ( , , )1 2 … , которые обладали бы свойством 

наибольшей информативности в смысле, опре-
деленном, как правило, некоторым специально 
подобранным для каждого конкретного типа за-
дач критерием информативности. Также крите-
рий информативности может быть нацелен на 
максимальную автоинформативность новой си-
стемы показателей, т.е. на максимально точное 
воспроизведение всех исходных признаков по 
сравнительно небольшому числу вспомогатель-
ных переменных.

Второй задачей является сжатие массивов 
обрабатываемой и хранимой информации. Та-
кой вид задач связан с рассмотренной выше и, в 
частности, требует в качестве одного из основных 
приемов решения построения экономной систе-
мы вспомогательных признаков, обладающих 
наивысшей автоинформативностью. В действи-
тельности при решении достаточно серьезных 
задач сжатия больших массивов информации ис-
пользуется сочетание методов классификации и 
снижения размерности. Методы классификации 
позволяют перейти от массива, содержащего ин-
формацию по всем n  статистически обследован-
ным объектам, к соответствующей информации 
только по k  эталонным образцам k n<< , где в 
качестве эталонных образцов берутся специаль-
ным образом отобранные наиболее типичные 
представители классов, полученных в результате 
операции разбиения исходного множества объ-
ектов на однородные группы. Методы же сниже-
ния размерности позволяют заменить исходную 
систему показателей набором вспомогательных 
(наиболее автоинформативных) переменных.

Третьей задачей можно выделить визуализа-
цию данных. Данная задача дает ответ на вопрос 
еще на предварительной стадии анализа данных 
– распадается ли анализируемая выборка на чет-
ко выраженные кластеры в заданном простран-
стве, каково примерное число их и т.д. Так как 
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максимальный размер фактически восприни-
маемого пространства равен трем, поэтому есте-
ственно, возникает проблема проецирования ана-
лизируемых многомерных данных из исходного 
пространства на прямую, плоскость, поверхность, 
в крайнем случае – в трехмерное пространство 
так, чтобы интересующие специфические осо-
бенности исследуемой совокупности, если они 
присутствовали в исходном пространстве, сохра-
нились бы и после проецирования. Следователь-
но, и здесь идет речь о снижении размерности 
анализируемого признакового пространства, но 
снижении, во-первых, подчиненном некоторым 
специальным критериям и, во-вторых, оговорен-
ном условием, что размерность редуцированного 
пространства должна не превышать трех.

Еще одной задачей является сжатие времен-
ных рядов. Задача такого рода позволяет про-
водить компрессию многомерных временных 
рядов, во-первых, с целью анализа, прогноза, 
эмуляции уже объединенного процесса, кото-
рый объединит все локальные особенности, а во-
вторых, с целью упрощения хранения больших 
объемов многомерных временных рядов, это 
могут быть однородные процессы, которые сни-
маются с нескольких датчиков (такие как кар-
диограммы, энцефалограммы, голосовые набо-
ры данных) или разнородные процессы, анализ 
которых может показать их зависимость между 
собой. Данная задача менее всех исследована, 
чем выше описанные, что подтверждает актуаль-
ность исследований в данном направлении.

Для решения рассмотренных задач компрес-
сии существует ряд разработанных методов таких, 
как метод главных компонент [7], линейный дис-
криминантный анализ [8], вэйвлет-анализ [9-11], 
однако такие методы не могут быть применены для 
решения задач компрессии в реальном времени, с 
другой стороны, предложено ряд методов на осно-
ве нейронных сетей таких как нейронная сеть “Бу-
тылочное горлышко” [12], нейронная сеть Хэбба-
Сэнгера [13], нейронная сеть Оя-Карунена [14-17], 
нейронная сеть Рубнера-Шультена-Тэвена [18, 
19], но все предложенные нейронные сети не могут 
применяться для компрессии временных рядов.

В работе [20-22] была предпринята попытка 
синтеза метода сжатия временных рядов с целью 
их дальнейшего сегментирования, но такой ме-
тод основан на методе главных компонент и не 
применим в on-line режиме.

1. арХитектУра  
ВэЙВлет-неЙро-коМПреССора

В статье предлагается гибридная двуслойная 
вэйвлет-нейронная архитектура для решения за-
дачи компрессии временных рядов и ее алгоритм 
обучения, сочетающие преимущества теории 
нейронных сетей и теории вэйвлетов, а именно 
способность обобщать и обучаться с возможно-
стью  выявления локальных особенностей.

Введем в рассмотрение двуслойную вэйвлет-
нейронную архитектуру, представленную на 

рис. 1. Строительным элементом такой структу-
ры является вэйвлет-нейрон [23] с нелинейными 
вэйвлет-синапсами.

При подаче на вход вэйвлет-нейро-
компрессора многомерного временного ряда 
X x k x k x kn= { ( ), ( ), , ( )}1 2 …  на выходе сети получа-
ем сигналы вида (так называемые главные ком-
поненты)
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0 •( )  – вэйвлет-активационные 

функции первого и второго слоев соответствен-
но, w kli

mi ( ) , w kj
im

0 ( )  – синаптические веса пер-
вого и второго слоев соответственно, y km ( )  –  
m -компонента сжатого многомерного времен-
ного ряда.

Двойной вэйвлет-нейрон состоит из двух 
слоев: скрытого слоя, в котором 2n  вэйвлет-
синапсов по h1  вэйвлет-функций в каждом и вы-
ходного слоя, состоящего из 2n  вэйвлет-синапса 
с h2  вэйвлет-функциями.

В каждом вэйвлет-синапсе реализованы 
вэйвлеты, отличающиеся между собой параме-
трами центра и ширины, которые уточняются 
наряду с синаптическими весами с помощью тех 
или иных алгоритмов обучения.

С одной стороны, в качестве вэйвлет-
активационных функций могут быть взяты раз-
личные семейства вэйвлетов, но с другой сто-
роны, хорошо бы использовать адаптивную 
функцию принадлежности, параметры и форма, 
которой настраивалась бы в процессе обучения 
системы компрессии.

В данном случае предлагается использовать 
введенную нами [24, 25] настраиваемую актива-
ционную функцию, имеющую вид
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Уточняемый параметр α  позволяет настраи-
вать форму активационной функции в процессе 
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Рис. 1. Архитектура вэйвлет-нейро-компрессора

обучения составного адаптивного вэйвлона, при 
этом при α = 0  получаем Гауссову функцию ак-
тивации, при α =1  получаем вэйвлет-функцию 
«Mexican Hat», а при 0 1< <α  – гибридную функ-
цию активации. На рис. 2 приведены формы ак-
тивационных функций в зависимости от параме-
тра α .

3. алГоритМ оБУЧения  
ВэЙВлет-неЙро-коМПреССора

Базируясь на критерии обучения вида
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Рис. 2. Адаптивная функция активации с различными 
параметрами α  (точечная линия α = 0 , пунктирная 

линия линия α = 0 5. , сплошная линия α =1 )
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можно записать алгоритм настройки синаптиче-
ских весов и параметров вэйвлет-активационных 
функций первого слоя в виде
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где η η η ησ αw c, , ,  – шаг алгоритма обучения, 
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Алгоритм обучения второго слоя основыва-
ется на критерии, записанном в виде
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где ei  – ошибка обучения.
Таким образом, алгоритм обучения синап-

тических весов и параметров активационных 
вэйвлет-функций второго слоя имеет вид
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где η0
w ,η0

c , ησ
0 , ηα

0  – шаг алгоритма обучения.
Таким образом, вэйвлет-нейро-компрессор 

позволяет реализовать сжатие и выявление ло-
кальных особенностей как данных представлен-
ных таблицей "объект-свойство", так и нестацио-
нарных нелинейных временных рядов в on-line 
режиме, что дает преимущество по сравнению с 
существующими методами.

Результаты экспериментов подтверждают 
эффективность предложенного вэйвлет-нейро-
компрессора в решении задач биомедицин-
ских приложений, в биометрических методах 

аутентификации пользователей методов, в ана-
лизе экономических показателей и других зада-
чах.

ВЫВодЫ

Предложена архитектура вэйвлет-нейро-
компрессора и алгоритм его обучения всех пара-
метров, обладающий следящими и фильтрующи-
ми свойствами. Предложенный подход позволяет 
решать задачу сжатия данных не только в виде 
таблице “объект-свойство”, но и многомерных 
нестационарных временных рядов произвольной 
природы с целью дальнейшей обработки.

Имитационные эксперименты подтвержда-
ют эффективность развиваемого подхода.
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УДК 004.032.26
Проблеми стиснення даних великого обсягу за умов 

невизначеності з метою виявлення локальних особли-
востей / О. А. Винокурова // Прикладна радіоелек-
троніка: наук.-техн. журнал. – 2012. – Том 11. № 2. –  
С. 250–254.

Запропоновано архітектуру та алгоритм навчан-
ня усіх параметрів вейвлет-нейро-компресора даних 
великого обсягу за умов невизначеності з метою ви-
явлення локальних особливостей даних. Вейвлет-
нейро-компресор дозволяє стискати не тільки данні, 
що поданні у вигляді таблиці “об’єкт-властивість”, 
але і нестаціонарні нелінійні часові ряди у on-line ре-
жимі. Запропонований підхід може бути використано 
для вирішення різних задач інтелектуальної обробки 
сигналів довільної природи та в задачах автентифікації 
користувачів за їх біометричним образом.

Ключові слова: стиснення даних великого обсягу, 
вейвлет-нейро-компресор, нестаціонарні часові ряди, 
автентифікація
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Problems of mass data compression for the purpose of 

detecting local features under uncertainty conditions / О.А. 
Vinokurova // Applied Radio Electronics: Sci. Journ. – 
2012. Vol. 11. № 2. – P. 250–254.

An architecture and all parameters learning algorithm 
of a wavelet-neuro-compressor of mass data to detect lo-
cal features under uncertainty conditions are proposed. The 
wavelet-neuro-compressor allows to compress not only data 
in an “object-property” table but non-stationary nonlinear 
time series in the on-line mode. The proposed approach 
can be used for solving of different problems of intelligent 
signal processing and in the tasks of authenticating users by 
their biometric image.

Кeyword: mass data compression, wavelet-neuro-
compressor, non-stationary time series, authentication.
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