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Розглянуто новий підхід до обробки даних меди-
ко-біологічних досліджень з використанням методів 
обчислювального інтелекту. Особливістю цього під-
ходу є нечутливість методу до співвідношення кіль-
кості об’єктів до кількості показників, що ці об’єкти 
характеризують і нечутливість до закону розподі-
лу даних. Запропонований підхід дозволяє проводити 
обробку даних при заздалегідь відомій і невідомій кіль-
кості об’єктів

Ключові слова: обчислювальний інтелект, нейрон-
на мережа, кластер, центроїд, ступінь належності

Рассмотрен новый подход к обработке дан-
ных медико-биологических исследований с исполь-
зованием методов вычислительного интеллекта. 
Особенностью этого подхода является то, что метод 
не чувствителен к соотношению количества объек-
тов к количеству характеризующих эти объекты 
показателей и нечувствителен к закону распределе-
ния данных. Предложенный подход подразумевает 
обработку данных при заранее известном и неизвест-
ном количестве объектов

Ключевые слова: вычислительный интеллект, 
нейронная сеть, кластер, центроид, степень принад-
лежности
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1. Введение

Применение в медицинской диагностике интеллек-
туальных методов обработки данных в настоящее вре-
мя получило широкое распространение. Это объясня-
ется необходимостью оказания помощи врачу на этапе 
анализа количественной, а также правильно интерпре-
тированной качественной информации о состоянии 
пациента. Практически любое серьезное исследование 
в настоящее время сопровождается сложными матема-
тическими вычислениями и анализом. Именно по этой 
причине предлагается метод адаптивной обработки 
данных медико-биологических исследований на осно-

ве методов вычислительного интеллекта, состоящий 
из этапа предварительной обработки, этапа компрес-
сии данных и этапа разделения на однородные группы, 
так называемого этапа кластеризации данных.

2. Постановка проблемы

К настоящему времени существует большое коли-
чество методов разделения области данных на одно-
родные группы. Эти методы могут работать, осно-
вываясь на информации, полученной из обучающей 
выборки либо без наличия таковой, так называемые 



25

Математика и кибернетика - прикладные аспекты

методы кластеризации данных. В данной статье рас-
сматриваются только методы кластеризации данных, 
поскольку в такой области как обработка данных ме-
дико-биологических исследований часто существует 
проблема составления корректной обучающей выбор-
ки и существует ряд медицинских задач, для которых 
нет смысла затрачивать большое количество времени 
на сбор подобных данных. Именно для таких задач 
и предлагается использовать методы кластеризации 
данных. Они разнообразны по принципам разделения 
объектов на классы, но в основном эти методы носят 
«четкую» природу, то есть не позволяют кластерам 
пересекаться в пространстве признаков [1]. Неот-
ъемлемой частью методов кластеризации является 
стандартизация, нормировка и компрессия исходных 
данных и методы, которые для этого используются, 
не должны искажать исходные данные и не должны 
устранять их возможную нелинейность. Поэтому це-
лью статьи является создание нового подхода к обра-
ботке данных медико-биологических исследований, 
который как раз учитывает все вышеперечисленные 
особенности данных.

3. Литературный обзор

Принцип работы методов кластеризации заключа-
ется в разделении объектов на группы, основываясь 
на степени «похожести» одного объекта на другой [1]. 
Благодаря этому врач еще до постановки диагноза по-
лучит информацию об имеющихся «сгустках» в дан-
ных, которые образуют плотные группы (кластеры).

Типичный пример эвристического алгоритма для 
параллельной обработки данных – алгоритм k-этало-
нов – приводит автор [2]. Основной идеей является 
тот факт, что совокупность объектов, находящихся на 
одинаковом расстоянии от каждого из k-эталонов, об-
разуют компактную группу.

В качестве примера эвристического алгоритма 
для последовательной обработки данных автор [3] 
предлагает использовать простой алгоритм, в основе 
которого лежит предположение, что представители 
одного класса не могут быть 
удалены друг от друга более 
чем на заданную пороговую 
величину. Исходная инфор-
мация представлена в форме 
матрицы «Объект-Свойство». 
Параметрами алгоритма яв-
ляется функция близости 
между объектами и пороговое 
значение этой функции. Алго-
ритмы этой группы являются 
достаточно примитивными 
и мало используются. Для 
выработки первых представ-
лений о структуре данных в 
[2] предлагает использовать 
набор быстродействующих 
алгоритмов, использующих 
понятие центра тяжести при-
менительно к параллельной 
обработке данных. К алгорит-
мам такого типа относится 

известный алгоритм Форель [4] и алгоритм k-средних 
(k-means algorithm) [5], на основе которого строится 
целое семейство алгоритмов. Единственным управля-
ющим параметром этого алгоритма является r – ради-
ус шаров, которыми покрывается выборка X.

Рассмотренные выше алгоритмы кластеризации 
имеют один общий существенный недостаток. Они 
обеспечивают так называемую «четкую» кластери-
зацию, то есть области не могут пересекаться и на-
кладываться. Но по той причине, что медицинские 
выборки данных имеют особенность «пересекаться» в 
пространстве признаков за счет необходимости персо-
нального подхода к каждому человеку в отдельности, 
такая кластеризация на границе разделения кластеров 
будет неточной и «грубой». Выходом из создавшегося 
положения может служить применение искусствен-
ных нейронных сетей (ИНС) для кластеризации дан-
ных, поскольку ИНС позволяют определить любую 
нелинейность данных. Но хоть ИНС и способны на 
сложное разделение объектов на группы, все равно они 
при этом являются четкими системами, соответствен-
но кластеризация, проведенная с помощью ИНС, будет 
носить четкий характер.

Основным недостатком рассмотренных выше ме-
тодов является ограничение на форму кластеров, в 
основном это гипершары. Поскольку данные меди-
ко-биологических исследований имеют достаточно 
сложную структуру, то использование для их класте-
ризации гипершаров не обеспечивает необходимую 
точность формирования однородных кластеров. То 
есть необходимо искать новые подходы, которые будут 
обеспечивать адаптацию формы кластеров под имею-
щиеся у исследователя данные.

4. Адаптивная обработка данных медико-
биологических исследований

В случае применения методов кластеризации для 
обработки данных медико-биологических исследова-
ний схема формирования диагноза имеет вид, пред-
ставленный на рис. 1.

Рис. 1. Обобщенная схема формирования диагноза с использованием методов 
вычислительного интеллекта
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Схема (рис. 1) предусматривает три этапа при об-
работке данных медико-биологических исследова-
ний: сбор данных, их обработка и принятие решения. 
Рассмотрим подробнее процесс обработки, который 
состоит из предварительной обработке, компрессии 
данных и разделения на однородные группы (т. е. кла-
стеризации).

В качестве исходной информации используется на-
бор медико-биологических показателей, характеризу-
ющих состояние пациента. Эти показатели образуют 
таблицу «Объект-Свойство», в которой строки соответ-
ствуют множеству объектов (пациенты), а столбцы –  
множеству свойств этих объектов (медико-биологиче-
ские показатели). 

Этап предварительной обработки данных включа-
ет в себя их формализацию данных, то есть сопостав-
ление каждому значению признака соответствующего 
кодового числа. Это предлагается осуществить на 
основе медианы с целью придания процедуре робаст-
ных свойств (защита от аномальных наблюдений и 
возможных артефактов) с помощью рекуррентного 
соотношения:

me k =me k1 + k sign x k me k1i i m i i( ) ( ) ( ) ( ) ( )( )η , i=1,2,…, n, (1)

где ηm k( ) – параметр шага поиска, выбираемый в ста-
ционарном случае в соответствии с условиями Дво-
рецкого [6, 8].

Таким образом, мы получаем таблицу «Объект-
Свойство», в которой максимальному значению при-
знака соответствует 1, минимальному -1, а промежу-
точные значения находятся внутри гиперкуба [-1,1].

В качестве примера подобного кодирования можно 
рассмотреть таблицу «Объект-Свойство» до кодирова-
ния (табл. 1) и после него (табл. 2).

Таблица 1

Данные про пациентов до кодирования

№ Пол Рост Вес Сист Диаст Пульс

1 м 156 50 90 60 72

2 м 168 60 105 60 60

3 м 170 53 110 65 78

4 м 170 63 120 70 64

5 м 172 56 110 50 60

6 м 171 57 120 70 60

7 ж 168 52 110 70 65

8 м 171 64 160 100 52

Таблица 2

Данные про пациентов после кодирования относительно 
гиперкуба [-1;1]

№ Пол Рост Вес Сист Диаст Пульс

1 -1 -0,64 -0,68 -0,57 -0,41 -0,40

2 -1 -0,38 -0,47 -0,36 -0,41 -0,57

3 -1 -0,33 -0,62 -0,29 -0,29 -0,31

4 -1 -0,33 -0,41 -0,14 -0,18 -0,51

5 -1 -0,29 -0,56 -0,29 -0,65 -0,57

6 -1 -0,31 -0,54 -0,14 -0,18 -0,57

7 1 -0,38 -0,64 -0,29 -0,18 -0,50

8 -1 -0,31 -0,39 0,43 0,53 -0,69

Второй частью этапа обработки данных является 
этап компрессии данных или сокращение размерности 
входного пространства признаков, которое произво-
дится с помощью автоассоциативной нейронной сети 
типа Bottle Neck [9], схема обучения которой представ-
лена на рис. 2.

Рис. 2. Обучение автоассоциативного трехслойного 
персептрона типа Bottle Neck

В процессе обучения минимизируется целевая 
функция вида:

E = E k =
1
2

x k o k =
1
2

e k .k

k
j j

[3]
2

j=1

n

k
j
2

j=1

n

k

( ) ( ) ( )( ) ( )∑ ∑∑ ∑∑  (2)

На нулевой слой поступает n-мерный вектор вход-
ных сигналов x k( )  n =n0( ), первый скрытый слой со-
держит n =n1  нейронов, второй скрытый слой – n <n2  
нейронов и выходной слой – n =n3  нейронов. Целью 
обучения является восстановление на выходе сети сиг-
нала o k[ ]3 ( ) , наилучшим образом аппроксимирующего 
входной сигнал x k( ) . Сжатый сигнал y k o k( ) = ( )[ ]2  сни-
мается с выхода второго слоя и при этом достигается 
оптимальное решение задачи нелинейного факторного 
анализа [10].

В результате на выходе скрытого слоя получим 
нелинейно сжатый входной сигнал, выраженный в не-
обходимом количестве признаков.

Для кластеризации предлагается использовать 
адаптивный алгоритм нечеткой кластеризации дан-
ных для пакетной или последовательной обработки 
информации [11 – 13]. Исходной информацией яв-
ляется выборка наблюдений, сформированная и N 
n-мерных векторов признаков X x x x N= ( ) ( ) ( ){ }1 2, ,..., , 
x k X( ) ∈ , k=1,2,…,N. Результат работы метода пред-

ставляет собой разбиение исходного массива данных 
на m классов с некоторым уровнем w kj ( )  принадлеж-
ности k-того вектора признаков j-му кластеру. Целевая 
функция, подлежащая минимизации имеет вид:

E w k c w k d x k cj j j j
j

m

k

N

( )( ) = ( ) ( )( ) →
==

∑∑, , minβ 2

11

, (4)

при ограничениях:

w kj
j

m

( ) =
=

∑ 1
1

, k=1,…, n, 0
1

< ( ) <
=

∑w k Nj
k

N

, j=1,…, m.

Здесь w kj ( ) ∈[ ]0 1,  – уровень принадлежности век-
тора x(k) к j-му кластеру, c j  - центроид j-го кластера, 
d x k c j

2 ( )( ),  – расстояние между x(k) и c j в принятой 
метрике, β – неотрицательный параметр, именуемый 
«фаззификатором» (в случае использования в каче-
стве d x k c j

2 ( )( ),  евклидового расстояния, принимает-
ся равным 2).
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Работа алгоритма начинается с задания начальной 
случайной матрицы нечеткого разбиения W0. В соот-
ветствии с ее значениями высчитывается начальный 
набор центров-прототипов c j

0 , согласно формуле

c
w k x k

w k
j

j
k

N

j
k

N=
( ) ( )

( )
=

=

∑

∑

β

β

1

1

. (5)

На основании рассчитанных центров-прототипов c j
0  

далее вычисляется матрица W1 согласно формуле

w k
d x k c

d x k c
j

j

l
l

m
( ) =

( )( )( )
( )( )( )

−

−

=
∑

2
1

1

2
1

1

1

,

,

β

β

. (6)

После этого в пакетном режиме пересчитываются 
c W W c Wj

t
j
t t1 2 1, ,..., , , +  и так далее до тех пор, пока разность 

между нынешними и последующими значениями ма-
трицы W не станет меньше заданного порога точности. 
Таким образом, вся имеющаяся выборка данных обра-
батывается многократно.

В результате работы алгоритма получим матрицу 
нечеткого разбиения, в которой пациенты будут разде-
лены на кластеры (диагнозы). Форма кластеров может 
меняться от гипершара до гиперэллипсоида в зависи-
мости от формы исходных данных, то есть от выбора 
расстояния между x(k) и c j :

d x k c x k c A x k cj j

T

j j( )( ) = ( ) −( ) ( ) −( ), , (7)

где Aj  – матрица, которая может быть определена как 
обратная нечеткая ковариационная матрица каждого 
кластера.

Если в качестве матрицы Aj  возьмем единичную 
матрицу, то в результате получим эвклидово расстоя-

ние d x k c x k c x k cj j

T

j( )( ) = ( ) −( ) ( ) −( ), , и форма класте-

ров будет округлая (гипершары).
Для придания кластерам формы гиперэллипсои-

дов в качестве матрицы Aj  можно использовать сим-
метрическую положительно определенную матрицу, 
т.е. матрицу, у которой все собственные значения явля-
ются действительными и положительными и A Fj j= −1 ,  
где

F

w k x k c x k c

w k
j

j j j

T

j

m

j
j

m=
( ) ( ) −( ) ( ) −( )

( )
=

=

∑

∑

β

β

1

1

. (8)

Последовательная обработка данных востребована 
в случае, когда при кластеризации большого массива 
данных появляются дополнительные данные, которые 
необходимо присоединить к этой же таблице «Объ-
ект-Свойство». В случае большого объема таблицы, 
повторная кластеризация всех данных может занять 
достаточно большое время. Соответственно, появля-
ется необходимость создания процедуры, которая бы 
обеспечивала работу алгоритма в реальном времени с 
возможностью постоянного добавления новых данных 
в таблицу «Объект-Свойство», которая имеет такой 
вид:

w k
d x k c k

d x k c k
j

j

l
l

m
( ) =

( ) ( )( )( )
( ) ( )( )( )

−

−

=
∑

2
1

1

2
1

1

1

,

,

β

β

, (9)

c k c k k L w k c k kj j c k j jj
+( ) = ( ) − ( )∇ ( ) ( ) ( )( ) =1 η λ, ,

=c - k w k d x k+1 ,c k d x k+1 ,c kj j
†

j c jj
η( ) ( ) ( ) ( )( )∇ ( ) ( )( ) , (10)

где η k( )  - параметр скорости обучения, c kj ( )  – цен-
тры-прототипы j-го кластера, вычисленные на выборке 
из k наблюдений, ∇c j

 – (n x 1)-вектор-градиент.
В результате работы алгоритма кластеризации мы 

получаем разделение наших данных на однородные 
кластеры, которые могут иметь форму произволь-
но ориентированных в пространстве гиперэллипсои-
дов и способны пересекать в пространстве признаков  
(рис. 3). Также в результате работы алгоритма будет 
известна степень принадлежности каждого из объек-
тов к каждому из кластеров w kj ( ) .

Рис. 3. Пример расположения пересекающихся кластеров

Примеры применения метода нечеткой кластери-
зации данных к реальным медицинским данным и 
данным репозитория Калифорнийского университета 
рассмотрены в работах [12 – 14]. Однако в данных 
работах в качестве метода компрессии данных ис-
пользовался метод главных компонент (PCA- analysis). 
Поскольку отличием предлагаемого в данной статье 
подхода является использование в качестве метода 
сокращения размерности входных признаков нейрон-
ной сети, то при повторении экспериментов в новой 
интерпретации наблюдается повышение точности раз-
деления объектов на классы. В частности. при исполь-
зовании предлагаемого подхода к данным, которые 
описывают выживаемость пациентов при болезнях 
сердца (представлены в открытом доступе в репози-
тории университета Калифорнии). Каждое наблю-
дение описывается 10 параметрами, один из которых 
является атрибутом класса: класс 1 – пациент умер  
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48 %, класс 2 – пациент выжил 52 %. В итоге осталось 
9 значимых параметров. В работе [14] точность подоб-
ной кластеризации была невысока, ошибка составила 
13,36 %. При проведении полной обработки данных 
с помощью предлагаемой процедуры, включающей 3 
этапа, было получено повышение точности разбиения 
данных на классы. Ошибка кластеризации составила 
10,12 %, что свидетельствует о большей универсаль-
ности метода.

5. Выводы

Предложенная адаптивная обработка медико-
биологических данных обеспечит врача необходимой 
информацией о степени близости объектов друг к 

другу, о форме распределения данных в пространстве 
признаков и о количестве однородных групп (диа-
гнозов) в рассматриваемой выборке с учетом особен-
ностей данных медико-биологических исследований. 
Следует отметить, что данный подход является уни-
версальным лишь в случае отсутствия обучающей 
выборки и дополнительной информации о данных 
и может быть использован для получения первого 
представления об информации, которая имеется в 
медицинских данных.

Также предложенный алгоритм поможет иссле-
дователю подобрать метод для дальнейшего анали-
за, покажет уровень «нечеткости» данных, то есть 
степень пересечения кластеров, будет полезен при 
дальнейшей оценке информативности медико-био-
логических показателей.
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