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как следствие, сократить размерность обучающих дан-
ных. Разработано программное обеспечение, реализующее 
предложенные показатели, и проведены эксперименты по 
исследованию их свойств

Ключевые слова: выборка, отбор экземпляров, редукция 
данных, нейронная сеть, сокращение размерности

DOI: 10.15587/1729-4061.2014.28027

УДК 004.93

1. Введение

Нейросетевые методы [1], являясь одним из наибо-
лее мощных инструментальных средств вычислитель-
ного интеллекта, получили широкое распространение 
в задачах автоматизации принятия решений, где необ-
ходимо синтезировать модели принятия решений на 
основе набора прецедентов (экземпляров) – наблюде-
ний за состоянием объекта или процесса в некоторый 
момент времени. 

Как правило, процесс построения нейромодели 
является длительным по времени и высоко ите-
ративным вследствие того, что время обучения 
и точность получаемой нейромодели существен-
но зависят от размерности и качества используе-
мой обучающей выборки. Поэтому для повышения 
скорости построения и качества нейромоделей по 
прецедентам необходимо сократить размерность 

выборки, обеспечив при этом сохранение основных 
её свойств.

Сокращение размерности выборки возможно 
обеспечить путем выделения подмножества наибо-
лее информативных признаков из исходного набора 
признаков, характеризующих экземпляры выборки, а 
также путем выделения подмножества наиболее цен-
ных (информативных) экземпляров, позволяющих ап-
проксимировать межклассовые границы. Раздельная 
реализация данных процедур на основе различных 
методов приводит к существенным затратам времени, 
поскольку при таком подходе информация о выборке, 
получаемая в результате промежуточных вычислений 
в одной процедуре, как правило, не используется в 
другой. Поэтому целесообразно разработать метод со-
кращения размерности выборки за счет объединения 
процедур отбора признаков и экзмпляров и использу-
ющий один набор промежутоных расчетов для обеих 
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процедур. Это позволит сократить время расчетов, а 
также за счет единообразного подхода к оценке значи-
мости признаков и экземпляров позволит обеспечить 
более высокое качество формируемых выборок.

2. Анализ литературных данных и постановка 
проблемы 

Пусть задана исходная выборка в виде набора пре-
цедентов <x, y>, где x={xs}, хs – s-й экземпляр выборки, 
x={xj}, xs={xs

j}, xj={xs
j}, xs

j – значение j-го диагности-
ческого признака xj, характеризующее экземпляр хs, 
y={ys}, ys – значение выходного признака, сопоставлен-
ное экземпляру хs, s=1, 2, ..., S, S – число экземпляров в 
исходной выборке, j=1, 2, ..., N, N – число диагностиче-
ских признаков, характеризующих выборку.

Для заданной выборки прецедентов <x, y> задача 
синтеза нейромодели может быть представлена как 
задача нахождения

<F, w>: ys* = F(w, xs), f(F, w, <x, y>) → opt,

где структура модели F на практике, как правило, 
задается пользователем, а набор управляемых пара-
метров w настраивается на основе обучающей выбор-
ки, f – пользовательский критерий, характеризующий 
качество аргумента относительно решаемой задачи, 
opt – оптимальное (желаемое или приемлемое) значе-
ние функционала f для решаемой задачи, ys* – расчет-
ное значение выходного признака для s-го экземпляра 
на выходе нейромодели.

Задача формирования подвыборки заданной вы-
борки <x, y> заключается в нахождении такого набора 
<x’, y’>: x’ ∈ {xs}, y’={ys|xs ∈x’}, S’<S, N’=N, при котором 
f(<x’, y’>, <x, y>) → opt, где N’ – число признаков в под-
выборке, S’ – число экземпляров в подвыборке.

Методы формирования выборок для построения 
моделей по прецедентам в [2, 3] разделяют на методы 
выбора прототипа (prototype selection methods) и методы 
построения прототипа (prototype construction methods). 
Здесь под прототипом подразумевается выделяемая 
подвыборка относительно исходной выборки.

Методы выбора прототипа не модифицируют, а 
только отбирают наиболее важные экземпляры из 
исходной выборки. Данные методы в зависимости от 
стратегии формирования решений разделяют на мето-
ды с добавлением (incremental methods) [4–6] (последо-
вательно добавляют экземпляры из исходной выборки 
в формируемую подвыборку) и методы с удалением 
(decremental methods) [7, 8] (последовательно удаляют 
экземпляры из исходной выборки, получая в итоге 
подвыборку). Также отдельно выделяют методы филь-
трации шума (noise filtering methods) [9, 10] (удаляют 
экземпляры, метки классов которых не совпадают с 
метками большинства соседних экземпляров), методы 
конденсации (condensation methods) [11, 12] (добавля-
ют экземпляры из исходной выборки в формируемую 
подвыборку, если они несут новую информацию, но не 
добавляют, если они имеют те же метки классов, что 
и соседние с ними экземпляры) и методы на основе 
стохастического поиска [11, 13, 14] (случайным обра-
зом формируют подвыборку из исходной выборки, 
возможно перебирая некоторое множество вариантов 

и отбирая наилучший из них). Общими недостатками 
данных методов являются высокая итеративность и 
длительность поиска, а также неопределенность выбо-
ра критериев качества получаемой подвыборки.

Методы построения прототипа на основе исходной 
выборки создают искусственные экземпляры, позво-
ляющие описывать исходную выборку. Среди данных 
методов выделяют методы на основе кластер-анализа 
(cluster analisys based methods) [15, 16] (заменяют исход-
ную выборку центрами её кластеров), методы преобра-
зования сжатием (data squashing methods) [17] (заменя-
ют экземпляры исходной выборки на получаемые на 
их основе искусственные прототипы, имеющие веса) 
и нейросетевые методы (neural network based metods)  
[18, 19] (на основе исходной выборки обучают нейрон-
ную сеть, из которой затем извлекают центры кла-
стеров как экземпляры формируемой подвыборки). 
Общими недостатками данных методов является вы-
сокая итеративность и значительное время работы, а 
также неопределенность в задании параметров метода. 
Методы на основе кластер-анализа характеризуются 
такими недостатками, как неопределенность выбора 
числа кластеров, метрики и начальных параметров ме-
тода кластеризации и обучения. Методы преобразова-
ния сжатием формируют прототипы, которые сложно 
интерпретировать. Нейросетевые методы имеют такие 
недостатки, как сложность извлечения прототипов из 
нейромоделей, отсутствие гарантий получения прием-
лемой нейромодели в результате обучения, вариатив-
ность нейромоделей, влекущая за собой нестационар-
ность выделяемых прототипов, ориентированность 
на конкретную модель, неопределенность задания на-
чальных параметров модели и методов обучения.

Также выделяют комбинированные методы 
(combined methods) [3], которые сочетают формирова-
ние и отбор прототипов. Комбинированные методы 
имеют недостатки как методов выделения, так и мето-
дов построения прототипа.

3. Цель и задачи исследования

Известные методы формирования выборок, рас-
смотренные в предыдущем разделе, характеризуются 
высокой итеративностью и низкой скоростью работы, а 
также неопределенностью критериев оценки качества 
получаемой подвыборки.

Целью данной работы являлось повышение скоро-
сти процесса формирования и качества выделяемых 
обучающих выборок для построения нейромоделей по 
прецедентам. 

Поскольку методы построения прототипа и свя-
занные с ними комбинированные методы являются 
более медленными, чем методы выбора прототипа, то 
последние целесообразно выбрать как базис для реше-
ния задачи формирования выборок. 

Для устранения недостатков, присущих рассмо-
тренным выше методам, целесообразно формировать 
выборку без итеративного перебора комбинаций эк-
земпляров – путем цензурирования исходной выбор-
ки, выбирая из неё определенную долю высокоценных 
экземпляров каждого класса, что позволит существен-
но сократить затраты времени на перебор решений. 
При этом предлагается определить показатели, по-
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зволяющие оценивать индивидуальную информатив-
ность экземпляров с учетом их положения как отно-
сительно межклассовых границ, так и относительно 
центров псевдокластеров, что позволит выделять вы-
борку неслучайным образом, оценивать и гарантиро-
вать высокое качество отбираемых подвыборок.

4. Метод цензурирования выборки

Разобьем пространство признаков на прямоуголь-
ные области, ограничив диапазон значений каждого 
признака минимальным и максимальным его значе-
ниями. Тогда проекции разбиения на ось признака 
позволят выделить интервалы значений признака для 
каждого из прямоугольных блоков. Интервалы могут 
формироваться как проекции кластеров, либо как ре-
гулярная решетка [20], либо на основе границ классов в 
одномерных проекциях выборки на оси признаков [21].

Тогда каждый такой интервал можно считать тер-
мом и оценить его значимость для принятия решений 
об отнесении экземпляра к кластеру с помощью веса 
k-го терма j-го признака для s-го экземпляра xs относи-
тельно описания центра соответствующего интервала 
по формуле (1):

wС
s
jk = exp(–(0.5(rjk – ljk) – xs

j)2), (1)

а также веса k-го терма j-го признака для s-го экзем-
пляра xs относительно описания межкластерных гра-
ниц, определяемого по формуле (2):

wB
s
jk = exp(–(min((rjk – xs

j), (xs
j – ljk))2). (2)

Тогда общую значимость терма k-го терма j-го при-
знака для s-го экземпляра xs относительно описания 
межкластерных границ можно оценить с помощью 
веса, определяемого по формуле:

ws
jk = max{wС

s
jk, wB

s
jk}.

Определив для каждого s-го экземпляра значимо-
сти термов, можно также определить веса термов для 
всей выборки:

= jk
jk

jk

S
w

SK
.

Зная оценки значимости термов, определим оценки 
информативности признаков по формуле (3):

=j jkk
w max{w } , (3)

либо по формуле (4):

=

= ∑
jk

j jk
k 1j

1
w w

k
. (4)

Также возможно использовать индивидуальные 
оценки информативности признаков в диапазоне от 
нуля до единицы, определяемые с помощью показате-
лей [21].

На основе оценок значимости термов и признаков 
можно определить оценки информативности для каж-
дого s-го экземпляра выборки по формуле (5):

= = = =

   
=    

   
∑ ∑ ∑ ∑

j jk kN N
s s p

j jk jk j jk jkp
j 1 k 1 j 1 k 1

I(x ) w w w w w max{w } ,(5)

Предложенные показатели (5) дают оценку инди-
видуальной информативности экземпляра xs отно-
сительно исходной выборки в диапазоне от нуля до 
единицы. Чем больше будет значение соответствую-
щих показателей, тем более ценным будет экземпляр 
и наоборот.

При необходимости оценки (5) их можно дополни-
тельно нормировать так, чтобы они давали не абсолют-
ное, а относительное значение значимости экземпляра 
в выборке (6):

−
=

−

s p

ps
p p

pp

I(x ) min{I(x )}
I(x ) .

max{I(x )} min{I(x )}
 (6)

В этом случае экземпляр с максимальной индиви-
дуальной информативностью получит оценку, равную 
единице, а экземпляр с минимальной информативно-
стью – оценку, равную нулю. Применение (6) может 
быть полезно в случае, когда необходимо упростить 
выбор порога для разделения выборки по соответству-
ющему показателю информативности.

Предложенные показатели оценивания инди-
видуальной значимости экземпляров возможно ис-
пользовать в процессе формирования подвыборок 
из заданной исходной выборки следующим образом: 
формировать обучающую подвыборку из не более чем 
S ’/K экземпляров каждого класса исходной выборки 
с наибольшими значениями оценок индивидуальных 
информативностей.

5. Эксперименты по формированию выборок 
для решения задачи автоматизации диагностики 

хронического обструктивного бронхита

Для проведения экспериментов была разработа-
на компьютерная программа, реализующая пред-
ложенный метод, являющаяся дополнением ”Авто-
матизированной системы синтеза нейросетевых и 
нейро-нечётких моделей для неразрушающей диа-
гностики и классификации образов по признакам” 
(свидетельство о регистрации авторского права  
№ 35431 от 21.10.2010).

Разработанное математическое обеспечение иссле-
довалось при решении задачи диагностирования хрони-
ческого обструктивного бронхита по эксперименталь-
но полученным данным клинических лабораторных 
исследований 205 пациентов [22], состояние которых 
характеризовалось 28 диагностическими признаками:  
x1 – пол, x2 – возраст, x3 – содержание лейкоцитов, в 
том числе: x4 – палочкоядерных, x5 – сегментоядерных, 
x6 – эозинофилов, x7 – моноцитов, x8 – лимфоцитов,  
x9 – фагоцитарное число нейтрофилов, x10 – фагоци-
тарное число моноцитов, x11 – фагоцитарный индекс 
нейтрофилов, x12 – фагоцитарный индекс моноцитов, 
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x13 – индекс завершенности фагоцитоза нейтрофи-
лов, x14 – индекс завершенности фагоцитоза моноци-
тов, x15 – НСТ-тест, отражающий способность ней-
трофилов генерировать активные формы кислорода; 
х16 – процент НСТ положительных нейтрофилов, 
x17 – НСТ-стимулированный – отражает резервные 
возможности нейтрофилов генерировать активные 
формы кислорода в условиях их дополнительно-
го стимулирования, x18 – процент 
НСТ-положительных нейтрофилов, 
реагирующих на стимулирование; x19 –  
количество тромбоцитов, x20 – ко-
личество зрелых тромбоцитов, x21 – 
количество активных тромбоцитов, 
x22 – уровень комплемент (СН50), x23 –  
уровень циркулирующих иммунных 
комплексов (ЦИК), осаждаемых 3 % 
полиэтиленгликолем (ПЭГ), x24 – уро-
вень ЦИК, осаждаемых 4 % ПЭГ, x25 –  
размер ЦИК, x26 – активность ми-
елопероксидазы нейтрофилов, x27 –  
активность катионных белков ней-
трофилов, x28 – уровень сосудистого 
фактора Виллебранда. 

Каждому экземпляру выборки 
было сопоставлено значение целевого 
параметра – диагноза соответствую-
щего пациента (1 – болен, 0 – не болен). 
Фрагмент исходной выборки представ-
лен в табл. 1.

На основе исходной выборки были 
получены оценки информативности 
экземпляров, с помощью которых 
были выделены подвыборки исходной 
выборки, составлявшие 25 %, 50 %, 
75 % и 100 % (для контроля) экзем-
пляров с наибольшими значениями 
информативностей в каждом классе 
отдельно.

Далее для каждой подвыборки 
строились нейромодели на основе 
двухслойной нейросети прямого рас-
пространения сигнала, обучавшейся 
с помощью метода Левенберга-Марк-
вардта [1]. Число входов сети опреде-
лялось числом признаков N. Второй 
слой сети содержал один нейрон, выход которого яв-
лялся выходом сети. Число нейронов скрытого слоя 
составляло три. В качестве целевой функции исполь-
зовалась среднеквадратическая ошибка. Параметры 
метода обучения задавались следующим образом: шаг  
обучения – 0,01, допустимое число итераций обучения 
(эпох) – 1000, приемлемое целевое значение функции 
ошибки сети – 10–6.

По завершению процесса обучения нейромодели 
фиксировались его финальные характеристики: время 
обучения ttr. и число затраченных итераций на обуче-
ние eptr.. После обучения каждая модель тестировалась 
отдельно на обучающей и на всей исходной выборках, 
для каждой из которых определялись ошибки Etr. и Eall, 
соответственно. Ошибки представляли собой число 
экземпляров соответствующей выборки, для которых 
расчетное и фактическое значения целевого признака 
не совпали.

После отбора экземпляров рассчитанные значе-
ния весов признаков {wj} использовались как индиви-
дуальные оценки информативности признаков. Для 
каждой отобранной подвыборки выделялось подмно-
жество из 25 %, 50 % и 75 % признаков с наивысшими 
индивидуальными информативностями. Для каждой 
такой подвыборки строилась нейромодель, аналогич-
ным рассмотренному выше способом.

Фрагмент результатов проведенных эксперимен-
тов представлен в табл. 2.

Из табл. 2 следует, что применение предложенного 
метода определения значимости экземпляров позво-
ляет на практике выделять из исходной выборки под-
выборки меньшего объема, достаточные для построе-
ния нейромоделей с требуемой точностью, сокращая 
время на построение моделей.

Как видно из табл. 2, с увеличением числа экзем-
пляров S в формируемой выборке в целом наблюдается 
рост точности (снижение ошибок как для сформиро-
ванной обучающей, так и для полной выборок), време-
ни обучения и числа итераций обучения и, наоборот. 
При этом существенное сокращение объема выборки 
до 2 5 % от исходного приводит к понижению точности. 
Это можно объяснить тем, что в выборку малого объ-
ема могут не войти критически важные для описания 
разделения классов экземпляры.

Таблица 1

Фрагмент исходной выборки данных

При-
знак

Номер экземпляра

1 2 3 4 5 6 7 8 9 10 11

x1 1 1 1 2 2 1 2 2 1 2 1

x2 43 34 36 63 41 38 62 19 59 42 44

x3 4,5 4,2 5,8 5,4 4,7 4,6 4,5 10 4,9 6,1 9

x4 3 2 5 1 4 4 6 7 5 6 5

x5 58 58 45 49 57 40 48 3 6 4 70

x6 1 1 0 0 1 9 2 37 60 54 0

x7 2 1 4 9 0 4 0 2 8 2 9

x8 36 38 46 41 38 43 44 0 0 2 18

x9 48 28 16 14 40 48 16 58 26 38 12

x10 16 20 10 10 0 38 24 28 60 40 20

x11 58 106 80 58 134 208 88 199 70 100 43

x12 48 60 30 60 210 400 226 156 132 85 72

x13 142 168 236 176 354 236 320 92 92 110 294

x14 312 80 36 48 24 101 120 60 124 140 60

x15 91 12 40 86 44 2 43 34 56 140 68

x16 39 6 1 31 17 2 26 0,28 0,06 0,94 26

x17 140 19 11 110 55 21 78 130 6 47 71

x18 47 6 3 36 21 18 34 0,41 0,09 1,4 27

x19 195 175 165 320 130 140 260 216 290 244 300

x20 73 82 70 89 40 91 88 88 87 78 75

x21 27 18 30 11 60 9 12 69 80 90 25

x22 50 33 79 16 14 10 16 31 20 10 18

x23 8 7 9 180 90 280 120 90 110 280 100

x24 18 14 20 230 130 290 130 40 340 80 150

x25 2 2 1 3 2 1 1 1,1 3,5 2,4 2

x26 327 283 124 184 220 94 146 71 176 191 184

x27 136 197 95 124 189 159 42 292 193 238 124

x28 124 71 87 98 164,45 87,65 197,16 184 176 185 144,71

y 0 0 0 1 1 0 1 1 1 1 1
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Таблица 2

Фрагмент экспериментальных результатов

Характеристики 
размерности вы-

борки данных ttr., s eptr. Etr., % Eall, %

S N

25 % 25 % 3,6 643 0 2,9

25 % 50 % 5,2 734 0 2,9

25 % 75 % 7,4 768 0 2,9

25 % 100 % 9,1 983 0 2,9

50 % 25 % 5,2 732 0 1,95

50 % 50 % 9,7 893 0 1,95

50 % 75 % 14,3 922 0 1,95

50 % 100 % 18,7 1000 0 1,95

75 % 25 % 7,5 731 0 0,49

75 % 50 % 14,9 720 0 0,49

75 % 75 % 23,4 881 0 0,49

75 % 100 % 28,1 954 0 0,49

100 % 25 % 9,5 793 0 0

100 % 50 % 18,3 931 0 0

100 % 75 % 27,6 982 0 0

100 % 100 % 37,2 1000 0 0

Даже небольшое сокращение объема исходной вы-
борки на 25 % (до 75 % от исходного объема) позволило 
получить приемлемую точность и сокращение време-
ни обучения более, чем в 1,32 раза. Сокращение объема 
исходной выборки в два раза (до 50 % от исходного 
объема) позволило получить выигрыш в скорости в  
1,99 раза. Это подтверждает целесообразность примене-
ния предлагаемого математического обеспечения при 
построении нейросетевых моделей по прецедентам.

Достоинство показателей, предложенных в данной 
работе, заключается в отсутствии необходимости рас-
чета расстояний между экземплярами, а недостаток – в 
необходимости разбиения пространства признаков. 
Однако данный недостаток можно рассматривать и 
как преимущество в случае больших выборок: если 
использовать простое с вычислительной точки зрения 
разбиение (например, регулярную решетку) и знать 
минимальные и максимальные значения каждого при-
знака, то вычислительные затраты предложенных по-
казателей окажутся меньше по сравнению с использо-
ванием комплекса [21].

Как видно из табл. 2, существенное уменьшение 
числа признаков N в сформированной выборке не 
приводит к снижению точности, следовательно, для 
рассматриваемой задачи можно выбрать небольшое 
подмножество признаков, обеспечивающее хорошую 
точность.

Эксперименты также обнаружили, что наиболее 
индивидуально информативные признаки x10, x12, x15, 

x17, x20–x23, а наименее информативные признаки 
x4–x6, x8, x9, x16, x18, x19, x28. Полученные результаты 
объясняются тем, что в перманентный воспалитель-
ный процесс в легочной ткани вовлечены гранулоци-
ты, присутствуют активация гранулоцитов, монону-
клеаров и тромбоцитов, потребление комплемента, 
рост иммунных комплексов и фактора Виллебранда. 
Полученная модель позволяет выделить ведущие 
звенья, поддерживающие воспалительный процесс. 
Это активация метаболической активности нейтро-
филов и моноцитов, включая генерацию активных 
форм кислорода, тромбоцитопению и активацию 
тромбоцитов, потребление комплемента и повышен-
ный уровень ЦИК. Следовательно, предложенный 
метод позволяет выделить информативные признаки 
периферической крови, отражающие интенсивность 
воспалительного процесса и его перманентность в 
бронхо-легочной ткани при хроническом обструктив-
ном бронхите. 

6. Выводы

Решена актуальная задача разработки математиче-
ского обеспечения для автоматизации формирования 
выборок при построении диагностических и распозна-
ющих нейромоделей по прецедентам, позволяющего 
повысить скорость процесса формирования и качество 
выделяемых обучающих выборок.

Научная новизна полученных результатов состо-
ит в том, что впервые предложен метод формирова-
ния обучающих выборок, который для заданной ис-
ходной выборки прецедентов и заданного разбиения 
пространства признаков определяет веса, характе-
ризующие полезность термов и признаков. С учетом 
значений весов метод позволяет охарактеризовать 
индивидуальную абсолютную и относительную ин-
формативность экземпляров относительно центров 
и границ интервалов признаков. Это позволяет ав-
томатизировать анализ выборки и её разделение на 
подвыборки, и, как следствие, сократить размерность 
обучающих данных. В свою очередь, это позволяет 
сократить время и обеспечить приемлемую точность 
обучения нейромоделей. 

Практическая ценность полученных результатов 
состоит в том, что разработано программное обеспече-
ние, реализующее предложенные показатели, а также 
проведены эксперименты по исследованию их свойств 
при решении задачи диагностирования хронического 
обструктивного бронхита, результаты которых позво-
ляют рекомендовать предложенные показатели для 
использования на практике, а также определять эф-
фективные условия применения предложенных пока-
зателей.
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