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МОДЕЛЮВАННЯ НЕЙРОННИХ МЕРЕЖ  
ДЛЯ ВИЗНАЧЕННЯ ДЕФЕКТІВ В КОМПОЗИТНИХ МАТЕРІАЛАХ 

 
У даній статті представлені результати моделювання нейронних мереж для визначення дефектів 

у композитних матеріалах. Моделювання багатошарового персептрона виконувалося в середовищі MATLAB 
за допомогою градієнтних і сполучених алгоритмів навчання тришарової нейронної мережі. Навчання 
нейронної мережі виконувалося за допомогою сигналів заданих різницею експонент. Перевірка роботи 
нейронної мережі проводилася на зашумленних сигналах. Результати комп'ютерного моделювання дали 
такі практичні висновки: хороші результати розпізнавання зашумлених сигналів, використання методу 
сполучених градієнтів дозволяє швидше навчити нейронну мережу 
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МОДЕЛИРОВАНИЕ НЕЙРОННЫХ СЕТЕЙ  
ДЛЯ ОПРЕДЕЛЕНИЯ ДЕФЕКТОВ В КОМПОЗИТНЫХ МАТЕРИАЛАХ 

 
В данной статье представлены результаты моделирования нейронных сетей для определения 

дефектов в композитных материалах. Моделирование многослойного персептрона выполнялось в среде 
MATLAB с помощью градиентных и сопряженных алгоритмов обучения трехслойной  нейронной сети. 
Обучение нейронной сети выполнялось с помощью сигналов заданных разностью экспонент. Проверка 
работы нейронной сети проводилась на зашумленных сигналах. Результаты компьютерного 
моделирования дали такие практические выводы: хорошие результаты распознавания зашумленных 
сигналов,  использование метода сопряженных градиентов позволяет быстрее обучить нейронную сеть. 

Ключевые  слова: нейронная сеть,  композитные  материалы, трещина,  обучение, классификация, 
градиентные и сопряженные алгоритмы, шум. 
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THE NEURON NETWORKS MODELLING  
FOR THE DEFECTS RECOGNITION IN COMPOSITE MATERIALS 

 
In this paper results of neuron networks modelling are presented for defects recognition in composite 

materials. The modelling of multilayer perceptron has been implemented with help of Matlab environment by the 
gradient and conjugate algorithms for training of the three-layered neuron network. The learning of neuron network 
is executed with the help of signals given by difference of exponents. The verification of neuron network work has 
been realized with the help of noised signals. Results of computer modeling has given such practical conclusions: 
good results of recognition of noised signals, using of the conjugate gradients method allows quickly to train a 
neural network,  

Keyword: neuron networks, composite materials, crack, the training, classification, the gradient and 
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Постановка проблеми та аналіз публікацій 

Проблема класифікації є однією з найбільш часто виникаючих і розв'язуваних задач як для наукових 
досліджень, так і на виробництві. Розв’язання  цієї задачі  полягає в розробці й формуванні таких правил і 
закономірностей, які дозволили б розпізнати певні явища або об'єкти та обумовити їх належність до деяких 
класів або груп. Задача значно ускладнюється в реальних умовах, тому що доводиться враховувати велику 
кількість різних факторів і явищ [1, 2].  

При проведені неруйнівного контролю композитних матеріалів слід брати до уваги їх складний 
рельєф поверхні. Технологія виготовлення волокнистих композитів звичайно не передбачає механічну 
обробку, що ускладнює процес сканування поверхні та додає різні види шумів. Виникає задача: аналізуючи 
оброблювані сигнали, необхідно отримати інформацію щодо наявності та розмірів дефектів. Одним з 
варіантів розв’язання таких задач є використання нейронних мереж. Нейромережні методи [3, 4], які 
активно розвиваються останнім часом, володіють універсальними та адаптивними властивостями й 
забезпечують високу ефективність розпізнавання. Але, у свою чергу, характеризуються такими недоліками, 
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як тривалість і складність процесу навчання, складність підбору параметрів нейронної мережі для 
впевненого розв'язання задачі, логічна непрозорість механізму прийняття рішень.   

 
Формулювання цілі дослідження 

Провести порівняльний аналіз використання градієнтних та спряжених алгоритмів навчання 
нейронних мереж для вирішенні задачі класифікації сигналів дефектоскопії  в режимі реального часу.  

 
Викладення основного матеріалу дослідження 

Кожна штучна нейронна мережа являє собою множину простих елементів − нейронів, які сполучені 
певним чином. В результаті завдяки паралельній обробці даних отримуємо велику обчислювальну 
потужність. Задача нейронної мережі  полягає у перетворенні інформації. Конкретний вигляд виконуваного 
нейронною мережею перетворення даних обумовлюється не тільки характеристиками нейронів, які входять 
до її структури, але і особливостями її архітектури, а саме топологією міжнейронних зв’язків, напрямом і 
способами передачі інформації між нейронами, а також засобами навчання мережі.  

Існуючі алгоритми, які використовують навчання на основі зворотного розповсюдження, багато в 
чому аналогічні методам визначення екстремуму функції кількох змінних [4]. Алгоритми вимагають знання 
перших і других похідних функціонала похибки щодо параметрів. Дані алгоритми оптимізації є стратегіями, 
заснованими на реалізації ідеї ітеративного спуску, які забезпечують мінімізацію функціонала навчання. У 
процесі роботи алгоритмів, як правило, виникає задача одновимірного пошуку мінімуму уздовж заданого 
напрямку. Це можуть бути антиградієнтні  або спряжені напрямки [4].  

Градієнтні алгоритми навчання є специфічною реалізацією методу градієнтного спуску в просторі 
вагових коефіцієнтів і зміщень MLP і забезпечують рух по поверхні функціонала помилки в напрямку, 
протилежному вектору градієнта. До них відносяться алгоритми: градієнтного спуску з параметром 
швидкості навчання (налаштування) – GD (M-функція traingd); градієнтного спуску з адаптацією параметра 
швидкості навчання – GDA (traingda). Якщо до алгоритмів GD і GDA додати ще один параметр − збурення, 
то отримаємо ще два алгоритми – GDM (traingdm) і GDX (traingdx) відповідно [4]. Формально всі алгоритми 
градієнтного спуску можна записати в наступному вигляді: 

                                             kkkk gww α−=+1  ,                                                                         (1) 
де  wk – вектор вагових коефіцієнтів; αk – параметр швидкості  навчання; gk – вектор градієнта функціонала 
похибки. Переходячи від k-ої ітерації до k+1-ої, алгоритм виконує корекцію вагових коефіцієнтів: 

                                           kkkkk gwww α−=−=∆ +1  .                                                                   (2) 
З виразу (2) витікає, що метод градієнтного спуску працює на основі лінійної апроксимації функції 

вартості біля поточної точки wk , при якій єдиним джерелом інформації щодо поверхні похибок є градієнт 
gk. Таке обмеження забезпечує значну перевагу − простоту реалізації. На жаль, воно приносить і небажаний 
результат − низьку швидкість збіжності. Крім того, на швидкість збіжності впливає значення параметра α, 
вибір якого викликає певні труднощі. Для прискорення процесу навчання потрібно збільшувати параметр 
швидкості навчання, проте одночасно з цим буде змінюватися і міра близькості алгоритму до мінімуму 
середньоквадратичної помилки. В алгоритмі GD значення параметра α задається тільки на початку 
навчання, залежить від конкретної задачі і здійснюється дослідним шляхом. Алгоритм GDA, використовує 
евристичну стратегію зміни параметра α у процесі навчання. На кожному циклі навчання обчислюються 
значення параметрів, що настроюються і нові значення виходів і похибок. Нові значення порівнюються із 
значеннями, отриманими на попередньому кроці. Якщо нова похибка менша за попередню, то параметр 
швидкості настройки збільшується, і навпаки. Алгоритм GDM модифікує (2) з урахуванням параметра 
збурення mc і реалізує наступне співвідношення для збільшення  вектора параметрів, що настроюються 

                                                  .)1(1 kkk gmcwmcw α−+∆=∆ −                                                              (3) 
Таким чином, алгоритми градієнтного спуску коригують параметри, які настроюються, в напрямку 

антиградієнту. Однак такий напрямок далеко не завжди є самим сприятливим, щоб за можливо мале число 
кроків забезпечити збіжність до мінімуму функціонала якості. Спряжені напрямки і відповідний метод 
оптимізації − метод спряжених градієнтів дозволяють визначити необхідний мінімум набагато швидше.  

Розглянемо наступні алгоритми методу спряжених градієнтів: Флетчера-Рівса CGF (М-функція - 
traincgf); Полака-Рібейри CGP (traincgp);  Пауелла-Бієль CGВ (traincgb); Моллера SCG (trainscg). Всі 
алгоритми методу спряжених градієнтів на першій ітерації починають пошук у напрямку антиградієнту: 

                                                                     .00 gp −=                                                                               (4) 
Для визначення розміру кроку уздовж спряженого напрямку виконуються спеціальні одномірні 

процедури пошуку мінімуму. Коли вибрано напрямок спуску, потрібно визначити оптимальну відстань 
(крок пошуку), на величину якого слід змінити настроюванні параметри: 

                                                                .1 kkkk pww α+=+                                                                     (5) 
Потім визначається наступний напрямок пошуку як лінійна комбінація нового напрямку 

найшвидшого спуску і вектора руху в зв'язаному напрямку: 
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                                                              ,1−+−= kkkk pgp β                                                                     (6) 
Різні алгоритми методу сполученого градієнта розрізняються способом обчислення константи βk . 

Алгоритм CGF використовує такий вираз для обчислення константи методу: 

                                                                .
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Алгоритм Полака-Рібейри CGP обчислює константу βk  як скалярний добуток приросту градієнта на 
поточний градієнт, поділене на квадрат норми градієнта на попередній ітерації: 
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Для всіх алгоритмів методу спряжених градієнтів напрямок пошуку періодично перевстановлюється 
заново на напрям антиградієнту, тобто виконується рестарт. Це відбувається в тих випадках, коли 
виникають проблеми зі збіжністю. Одна з таких стратегій рестарту реалізована в 
алгоритмі CGВ. Відповідно до цієї стратегії рестарт виконується, якщо поточний та попередній напрямок 
градієнтів слабкоортогональні, і ця умова визначається наступним чином: 

                                                                 .2.0 2
kk

T
k ggg ≥                                                                      (9) 

Всі алгоритми, які засновані на методі спряжених градієнтів, реалізують на кожній ітерації 
процедуру одновимірного пошуку. Ця дорога в обчислювальному відношенні процедура вимагає на кожній 
ітерації кілька разів обчислювати реакцію мережі. Алгоритм SCG, який запропонований Моллером, 
дозволяє уникнути зайвих витрат, об'єднує ідеї методу спряжених градієнтів з квазіньютонівськими 
методами. 

Експериментальні досліди 
В роботі запропоновано використовувати багатошаровий персептрон (multilayer perceptron – MLP) 

засобами бібліотеки Neural Networks Tool середовища MATLAB R2010b . 
У якості навчальної множини для нейронної мережі запропоновані значення функцій, які 

відповідають модельним сигналам, одержаним при скануванні поверхні композитів [5], у точках 
 x= −2, − 1.9, …, 2:  

                                                     )3exp()5,1exp()( 22 xkxxy −⋅−−=  ,                                               (10) 
де k змінюється від 0 до 1. Вираз (10) при зміні значень k описує різні форми сигналів: вузький 
унімодальний сигнал, який характеризує довгі тріщини, довжина яких перебільшує зону контролю; 
положистий унімодальний сигнал − для тріщин меншої розмірності; бімодальний сигнал  мають  маленькі 
тріщини (при k = 1 − точковий дефект) [6].   

За допомогою нейронної мережі − багатошаровий персептрон − класифікуємо отримувані сигнали 
на три класи. Для оптимізації алгоритмів навчання спочатку використовуємо градієнтні методи: traingd, 
traingdm і traingda, traingdx . 

 Для вирішення поставленого завдання використовувалась трехшарова мережа зворотного 
поширення, яка включає 41 нейрон у вхідному шарі (за кількістю компонент вхідного вектора) з передатною 
функцією logsig, 20 нейронів у другому шарі з гіперболічним тангенсом tansig і 3 нейрони у вихідному шарі 
(за кількістю компонент вихідного вектора) з лінійною функцією purelin. Вхідний і вихідний шари 
переважно здійснюють підготовку даних для подальшого використання, а також перетворення отриманих 
результатів. Приховані шари виконують всі основні обчислення, тому їх функцією активації обираємо 
логістичну сигмоїдальну функцію або гіперболічний тангенс. 

Для обчислення функціонала якості навчання, який залежить від похибок мережі е,  в роботі 

використовується сума квадратів похибок: ∑
=

=
N

i
ieSSE

1

2 .              

Спочатку проводилось навчання мережі на модельних сигналах до досягнення допустимої середньої 
квадратичної похибки, яка дорівнює 0.01. Потім проводилось навчання при наявності шуму із середнім 
значенням 4.00 ÷=σ . При навчанні з шумом припустиму похибку збільшили до 0.06. 

Далі використовуємо знов трьохшарову мережу зворотного поширення, але в якості алгоритмів 
навчання беремо методи спряжених градієнтів: traincgf, trainscg, traincgp, traincgb 

Перевірка нейронних мереж для визначення точності виявлення дефектів здійснювалась шляхом 
подачі на вхід навчених нейронних мереж сигналів з шумом. Для кожного значення шуму виконувалося 
1000 вимірювань і визначалися загальні відносні помилки роботи:  

                                                              ,%100×=
N
nP                                                                             (11) 

де n − число помилок розпізнавання, N − загальна кількість вимірювань. 
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Результати дослідження наведені на рис. 1 та рис. 2. 
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Рис. 1.  Залежність похибок мережі від рівня шуму (градієнтні алгоритми навчання) 
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Рис. 2.  Залежність похибок мережі від рівня шуму (спряжені алгоритми навчання) 

 
Висновки 

У роботі проведені дослідження алгоритмів оптимізації навчання багатошарового персептрона при 
розв’язані задачі класифікації сигналів, які отримують при проведені неруйнівного контролю композитів.  

За результатами комп'ютерного експерименту можна зробити такі практичні висновки: 
використання методу спряжених градієнтів дозволяє швидше навчити нейронну мережу. У навчальних 
алгоритмах градієнтного спуску управління збіжністю здійснюється за допомогою параметра швидкості 
настроювання, а в алгоритмах методу спряжених градієнтів розмір кроку коригується на кожній ітерації і 
тому алгоритми метода спряжених градієнтів значно перебільшують за швидкістю навчання градієнтні 
алгоритми, однак для їх реалізації необхідний значний обсяг пам'яті. Порівняльний аналіз алгоритмів GD, 
GDM і GDA, GDX для задачі класифікації сигналів з шумом показав, що швидкість збіжності і значення 
функцій помилок краще всього для алгоритму GDX, тому що він містить в собі параметри адаптації та 
збурення. 
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