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Анотацiя: Робота присвячена методам колаборативної фiльтрацiї на осно-
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стання з непрямими рейтингами. Проведений порiвняльний аналiз для фiль-

трацiї за користувачами та об’єктами. Дослiдження проводились з даними для
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Вступ
Стрiмке зростання кiлькостi iнформацiї та сервiсiв доступних

в iнтернетi, ускладнює процес вибору та пiдвищує ймовiрнiсть
прийняття помилкового рiшення. Для подолання проблеми на-
длишкової iнформацiї застосовують рекомендацiйнi системи.

Рекомендацiйнi системи – це програмнi засоби, якi намагаються
передбачити, якi об’єкти будуть цiкавi користувачу, якщо є апрiор-
на iнформацiя про його вподобання [1].

Об’єкт — це загальний термiн, який використовується для по-
значення того, що система рекомендує користувачу. Зазвичай реко-
мендацiйна система розробляється для конкретного типу об’єктiв
(наприклад фiльмiв чи новин) i, вiдповiдно, її архiтектура, пiдхо-
ди до рекомендацiй та навiть графiчний iнтерфейс спрямованi на
забезпечення ефективної роботи саме для цього типу об’єктiв [1].

Рекомендацiя — це об’єкт або група об’єктiв, якi система реко-
мендує користувачу. Рекомендацiйнi системи спрямованi на осiб,
якi не мають достатнього досвiду або компетенцiї для оцiнки кон-
кретного об’єкту, серед рiзноманiття вибору альтернатив, якi може
запропонувати сервiс [1].

Бiльшiсть створених комерцiйних системи, в своїй основi, вико-
ристовують методи колаборативної фiльтрацiї. Вони базуються на
припущенi, що схожi користувачi мають схожi вподобання, а схо-
жi об’єкти використовуються користувачами спiльно. При цьому,
схожiсть об’єктiв та користувачiв визначається не за їх змiстом, а
за iсторiєю їх взаємодiй. Така iсторiя може бути подана у виглядi
матрицi, стовпцi якої вiдповiдатимуть об’єктам, а рядки — кори-
стувачам. Значення, в свою чергу, це певна кiлькiсна мiра (оцiнка)
рiвня iнтересу користувача до об’єкта. Оцiнки подiляють на прямi
(оцiнка об’єкта користувачем за певною шкалою) та непрямi (рiзно-
манiтнi данi про поведiнку користувача: кiлькiсть переглядiв, час
взаємодiї з об’єктом i т.д.) [2].
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Прямi оцiнки бiльш iнформативнi, оскiльки виражають без-
посереднє ставлення користувача до об’єкта. Однак, це вимагає
активної участi користувачiв у процесi збору iнформацiї, що в рам-
ках реальних iнформацiйних та комерцiйних сервiсiв велика рiд-
кiсть. Це призводить до проблеми розрiдженостi матрицi оцiнок,
що впливає на точнiсть колаборативних методiв. Альтернативним
пiдходом є використання непрямих оцiнок, якi можна отримати
фiксуючи поведiнку користувачiв. В той же час, непрямi оцiнки
мають ряд особливостей (вiдсутнiсть негативних оцiнок, наявнiсть
шуму, iншу семантику числових значень) [2], якi не дозволяють
аналiзувати їх методами, що розроблялися для прямих рейтингiв.
В рамках даної роботи ми спробуємо розглянути та порiвняти мето-
ди колаборативної фiльтрацiї, якi придатнi для аналiзу непрямих
оцiнок.

Рекомендацiйнi системи є одним з важливих роздiлiв iнтеле-
ктуального аналiзу даних — Data Mining. Пiдтвердженням акту-
альностi дослiджень рекомендацiйних систем та методiв побудо-
ви рекомендацiй, є їх активне використання всесвiтньовiдомим
комерцiйними проектами, до яких входять: Amazon, YouTube,
LastFm, Pandora, Google Adsense та iншi [3].

Постановка задачi
Методи колаборативної фiльтрацiї можна подiлити на три гру-

пи: методи на основi сусiдства (neighborhood-based), методи на осно-
вi моделi (model-based) та гiбриднi методи. В свою чергу, у методах
на основi сусiдства видiляють два пiдходи: фiльтрацiя за користу-
вачами (user-based) та фiльтрацiя за об’єктами (item-based) [1]. В
рамках даної роботи, ми зосередимось на методах на основi сусiд-
ства.

Для тестування обраних нами алгоритмiв, скористаємось експе-
риментом на статистичних даних (offline experiment). Вiн дозволяє
порiвняти роботу рiзних методiв на вибiрцi, яка мiстять iнформа-
цiю про поведiнку цiльової аудиторiї за певний перiод часу. Прихо-
вуючи частину даних матрицi оцiнок, вибiрку роздiляють на тре-
нувальну та контрольну. Задача — маючи данi з тренувальної ви-
бiрки, передбачити данi контрольної вибiрки.

Для проведення дослiджень використаємо данi, що були пiдго-
тованi в рамках конкурсу Million Song Dataset Challenge [3]. Уча-
сникам доступна повна iсторiя прослуховувань пiсень для 1 мiль-
йона користувачiв та половина iсторiї для 110 тисяч користувачiв.
Алгоритми учасникiв перевiрялись за допомогою прихованої поло-
вини. Характеристики даних наведенi у таблицi 1.

Бiльшiсть алгоритмiв, якi працюють з прямими оцiнками, став-
лять перед собою задачу мiнiмiзувати середньоквадратичну похиб-
ку у прогнозуваннi оцiнок прихованої частини. При роботi з непря-
мими оцiнками, якi не мають чiткого дiапазону значень, задача ал-
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горитмiв зводиться до прогнозування факту взаємодiї користувача
з об’єктом.

Таблиця 1

Характеристика вхiдних даних

Кiлькiксть об’єктiв 384 546
Кiлькiсть користувачiв 1 019 318
Кiлькiсть непрямих оцiнок 48 373 586
Заповненiсть матрицi оцiнок 0.01%

Результати роботи рекомендацiйного алгоритму зазвичай по-
дають у виглядi впорядкованого списку, тому важливо оцiнити
якiсть такого ранжування. Виходячи з особливостей роботи з не-
прямими рейтингами, ми обрали в якостi головного критерiю оцiн-
ки алгоритмiв — середнє значення середньої точностi.

Середнє значення середньої точностi (Mean Average Precision) —
основний показник точностi роботи рекомендацiйного алгоритму.
Активно використовується в теорiї iнформацiйного пошуку. Ця ха-
рактеристика одночасно поєднує в собi оцiнку точностi прогнозува-
ння взаємодiї та ранжування.

Нехай, M ∈ {0,1} це факт взаємодiї користувача u з об’єктом i, а
y (j) = i рекомендацiйни алгоритм, який визначає, що об’єкт i був
рекомендований у позицiї j. Запишемо оцiнку точностi рекоменда-
цiї списку з k об’єктiв для користувача u алгоритмом y:

Pk (u, y) =
1
k

k
∑

j=1

Mu,y(j) (1)

Тодi середню точнiсть рекомендацiй для користувача u алгори-
тмом y на списку довжиною τ можна записати як:

AP (u, y) =
1
nu

τ
∑

k=1

Pk (u)Mu,y(k), (2)

де nu — кiлькiсть об’єктiв з якими насправдi взаємодiяв користу-
вач u. I, нарештi, усереднимо це значення для всiх користувачiв:

MAP =
1
m

∑

u

AP (u, yu), (3)

де m — кiлькiсть користувачiв, для яких надаються рекомендацiї.

Результати дослiджень
Методи колаборативної фiльтрацiї на основi сусiдства складаю-

ться з трьох основних пунктiв, якi є спiльними, як для фiльтрацiї
за користувачами, так i для фiльтрацiї за об’єктами. А саме:

ISSN 1560-8956 61



Мiжвiдомчий науково-технiчний збiрник «Адаптивнi системи автоматичного управлiння», 2014, № 2(25)

1. Нормалiзацiя матрицi оцiнок. Однi користувачi схильнi дава-
ти вищi рейтинги нiж iншi, тому необхiдно врахувати особливостi
їх поведiнки. Для матриць з прямими рейтингами запропоновано
багато методiв, найбiльш популярнi: mean-centering та z-score [1].
Для нашого випадку, з непрямими оцiнками, їх використання не
принесло бажаного результату, тому ми зупинились на звичайнiй
бiнаризацiї.

2. Формування мiри близькостi для об’єктiв/користувачiв. Вихо-
дячи з основного припущення методiв колаборативної фiльтрацiї
про схожiсть iнтересiв для схожих користувачiв, необхiдно пред-
ставити “схожiсть” у чисельному виглядi. Формально це пошук
вiдстанi мiж векторами оцiнок об’єктiв/користувачiв. Найбiльш по-
ширенi мiри близькостi у методах колаборативної фiльтрацiї: ко-
синусна (cosine) та кореляцiя Пiрсона (Pearson Correlation) [4]. Ви-
конавши бiнаризацiю, ми не можемо використовувати кореляцiю
Пiрсона, оскiльки дисперсiя значень буде нульовою. Тому ми зупи-
нились на косинуснiй мiрi. Вiдстань мiж векторами оцiнок кори-
стувачiв u та v, можна записати як:

d (−→ru,
−→rv) =

−→ru · −→rv
|−→ru| · |

−→rv |
(4)

Аналогiчно можна визначити вiдстань мiж векторами оцiнок
об’єктiв.

3. Прогнозування оцiнки. Отримавши iнформацiю про те на-
скiльки користувачi/об’єкти схожi мiж собою, можна заповнити
пропущеннi значення вектору оцiнок. Для прямих рейтингiв за-
стосовують зважену суму оцiнок сусiдiв [4]. У випадку з бiнаризо-
ваними непрямими рейтингами, це зводиться до суми знайдених
вiдстаней:

r̂ui =
∑

v∈N
d (−→ru,

−→rv) ·rvi =
∑

v∈N
d (−→ru,

−→rv), (5)

де N — множина користувачiв.
Однак, на практицi, при великiй розмiрностi матрицi оцiнок (в

нашому випадку 1.2 · 106 × 3.8 · 105), множину користувачiв N обме-
жують k найближчими сусiдами, щоб зменшити обчислювальну
складнiсть алгоритму [1]. Вплив параметру k, для обраних вхi-
дних даних, на середнє значення середньої точностi методiв кола-
боративної фiльтрацiї за користувачами та об’єктами зображено на
рисунку 1.

Доцiльнiсть використання методiв колаборативної фiльтрацiї
для непрямих оцiнок можна побачити у порiвняннi їх результатiв з
найпростiшим рекомендацiйним алгоритмом — списком найбiльш
популярних об’єктiв (Таблиця 2).
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Таблиця 2

Порiвняння точностi дослiджуваних алгоритмiв

Рекомендацiйний алгоритм Максимальна MAP
За популярнiстю об’єктiв 0.0223
Колаборативна фiльтрацiя за користувачами 0.0602
Колаборативна фiльтрацiя за об’єктами 0.1453

Висновки
Непрямi оцiнки накладають певнi обмеження на використан-

ня методiв колаборативної фiльтрацiї. В рамках даної роботи, ми
спробували визначити ключовi етапи методiв на основi сусiдства
та адаптувати їх для обробки непрямих рейтингiв. Прийняття рi-
шень, на кожному з етапiв цих алгоритмiв (нормалiзацiя, вибiр мi-
ри близькостi, прогнозування оцiнки) суттєво впливає на резуль-
тат їх роботи. Тому, важливо проводити їх адаптацiю для кожної
конкретної прикладної задачi.

Методи колаборативної фiльтрацiї на основi сусiдства вiдносно
простi у реалiзацiї, однак, для побудови списку рекомендованих
об’єктiв, вимагають обробки всiє матрицi оцiнок. Зважаючи на те,
що бiльшiсть комерцiйних проектiв надають рекомендацiї кори-
стувачам у реальному часi, це може викликати значнi складнощi
у побудовi програмно-технiчного забезпечення для такої системи.
Однак, варто зазначити, що iснують певнi модифiкацiї цих алго-
ритмiв, якi зменшують вплив великої розмiрностi матрицi оцiнок,
на продуктивнiсть рекомендацiйної системи [5].
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