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МОДЕЛИРОВАНИЕ НЕЙРОННЫХ СЕТЕЙ РАСПОЗНАВАНИЯ 
МЕТАЛЛОГРАФИЧЕСКИХ ИЗОБРАЖЕНИЙ ДЛЯ ДИАГНОСТИКИ СОСТОЯНИЯ СТАЛЕЙ 

Аннотация. Проанализирована проблема автоматизации технической диагностики состояния сталей. 
Описана актуальность разработки новых методов и средств автоматизированной диагностики состояния 
сталей. Предложен алгоритм предварительной обработки металлографических изображений. Разработаны 
нейронные сети распознавания металлографических изображений на основе MLP и RBF парадигм. Приведены 
результаты моделирования нейронных сетей распознавания металлографических изображений для диагно-
стики состояния сталей. 

Ключевые слова: нейронные сети,  распознавание изображений, изображение микроструктуры стали, 
металлографический анализ 

V. A. Iemelianov, PhD. 

NEURAL NETWORKS MODELING FOR METALLOGRAPHIC IMAGE  
RECOGNITION TO DIAGNOSE STEELS CONDITION 

Abstract. The problem of the steel technical diagnostic automation was analyzed. The urgency to develop new 
methods and means of automated diagnostics steels is shown. The algorithm of metallographic images pre-processing 
was proposed. The neural network structures of the metallographic images recognition, which based on RBF and MLP 
paradigms, were developed. The neural network modeling results of the metallographic image recognition for diagnosis 
the steel technical conditions are shown.  
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МОДЕЛЮВАННЯ НЕЙРОННИХ МЕРЕЖ РОЗПІЗНАВАННЯ 
МЕТАЛОГРАФІЧНИХ ЗОБРАЖЕНЬ ДЛЯ ДІАГНОСТИКИ СТАНУ СТАЛЕЙ 

Анотація. Проаналізовано проблему автоматизації технічної діагностики стану сталей. Описана акту-
альність розробки нових методів і засобів автоматизованої діагностики стану сталей. Запропоновано алго-
ритм попередньої обробки металографічних зображень. Розроблено нейронні мережі розпізнавання метало-
графічних зображень на основі MLP і RBF парадигм. Наведено результати моделювання нейронних мереж 
розпізнавання металографічних зображень для діагностики стану сталей. 

Ключові слова: нейронні мережі, розпізнавання зображень, зображення мікроструктури сталі, метало-
графічний аналіз 
 

Введение 
Современное состояние промышленно-

сти передовых стран во многом зависит не 
только от ассортимента выпускаемой про-
дукции, но и от показателей ее качества. В 
производственном цикле необходимо как 
можно раньше выявить появление брака и 
произвести коррекцию технологического 
процесса.  

Глобализация технической диагностики 
предусматривает увеличение количества ди-
агностических операций и технологий для 
контроля качества и технического состояния 
сплавов и изделий для достижения техно-
генной безопасности, которая в свою оче-
редь требует разработки технических 
средств и информационных технологий.  
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Высокотехнологичные предприятия в 
целях выявления брака и повышения качест-
ва изделий предприятия постоянно увеличи-
вают объемы операций технической диагно-
стики изделий. Для решения проблемы тех-
нической диагностики металлов, в частности 
сталей, используются объективные физиче-
ские методы контроля состояния изделия, 
такие как методы неразрушающего контроля 
и металлографический анализ [1 – 3]. Суть 
металлографического анализа сводится к 
диагностике состояния стали на основе рас-
познавания изображений их микроструктур.  

Постановка задачи 
Среди наиболее значительных работ в 

области автоматизации металлографическо-
го анализа можно выделить работы отечест-
венных ученых А.С. Яковлева, М.С. Фили-
нова, А.А. Чубова, а также работы зарубеж-
ных ученых, результаты, работы которых 
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изложены в [2, 4, 5]. Кроме того, автомати-
зацией металлографического анализа в на-
стоящее время занимается ряд зарубежных 
и отечественных фирм: "SIAMS", "Video-
Test" (Спб:Питер), “VisionPE” [6 – 8]. Сле-
дует отметить высокий уровень автомати-
зации металлографического анализа про-
граммных разработок, представленных 
данными фирмами, особенно в части рас-
познавания изображений микроструктур 
металлов разных марок. 

Однако в этих работах не решены вопро-
сы комплексной автоматизированной диаг-
ностики состояния сплавов по всем характе-
ристикам (химический состав, структура, 
свойства), а рассмотренные в них методы 
позволяют проводить лишь количественный 
металлографический анализ. Кроме того, 
большинство существующих решений в дан-
ной области ориентированы на определен-
ные виды металлов и не обеспечивает обуче-
ния системы диагностике новых марок ме-
таллов. Таким образом, актуальной является 
задача разработки новых алгоритмических и 
инструментальных средств автоматизиро-
ванного металлографического анализа с воз-
можностью их обучения диагностике новых 
марок металлов. 

Предварительная обработка метал-
лографических изображений 

Изображение микроструктуры стали 
формируется посредством специального 
металлографического микроскопа, под-
ключенного к компьютеру. Полученное 
полутоновое изображение микроструктуры 
сплава f(x,y) подвергается бинаризации. 

Для бинаризации металлографических 
изображений предлагается использование 
метода с изменяющим порогом преобразо-
вания [9]. Необходимость учитывать най-
денные пороги для ближайших участков 
вызвана тем, что необходимо минимизиро-
вать возможные ошибки в местах с силь-
ными дефектами изображения микрострук-
тур. 

После бинаризации необходимо опре-
делить информативные признаки изобра-
жения. Как известно [9, 10], c точки зрения 
распознавания и анализа объектов на изо-
бражении наиболее информативными яв-
ляются не значения яркостей объектов, а 

характеристики их границ – контуров. Дру-
гими словами, основная информация за-
ключена не в яркости отдельных областей, 
а в их очертаниях. Таким образом, задача 
выделения контуров состоит в построении 
изображения именно границ объектов и 
очертаний однородных областей. Следова-
тельно, далее производится выделение гра-
ниц сегментов и определение базовых то-
чек изображения фильтром Превитта (как 
наиболее помехоустойчивым фильтром 
согласно [11, 12]) следующим образом. 

Задаются маски фильтра Превитта 
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Потом следует разбиение изображения 
на матрицы размером 3х3 
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где 91...aa  – показывают уровень серого 
цвета каждого пикселя в матрице. 

Далее производится расчет Х и Y по 
формулам 

1 3 4 6 7 9

1 2 3 7 8 9

1 1 1 1 1 1
.

1 1 1 1 1 1
X a a a a a a
Y a a a a a a
            

               
(3) 

На завершающем этапе вычисляется 
градиент Превитта по формуле  

22 YXGp  .  (4) 

Базовыми точками будут являться точ-
ки границ сегментов, которые необходимы 
для формирования сегмента на основе от-
резков. 

Далее определяются базовые точки, а 
затем сегменты, которые описывают изо-
бражение (рис. 1).  

Элементы сегмента строятся при по-
мощи гипотенуз треугольников, которые 
формируются посредством перпендикуля-
ров, опущенных из двух соседних базовых 
точек, как проиллюстрировано на рис. 1. 
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Рис. 1. Сегмент анализируемого  

изображения микроструктуры сплава 
Описывается проиллюстрированный 

сегмент значениями функций sin и cos углов 
А и В.  

Результат предварительной обработки 
приведен на рис. 2. 

 

 
Рис. 2. Результат предварительной обработки 

изображения микроструктуры стали 
Далее распознавание предлагается про-

водить с помощью нейронных сетей, что 
позволит разрабатываемым средствам при-
дать свойство обучаемости для предоставле-
ния возможности диагностики состояния 
разных марок сталей. 

Набор всех значений функций sin(A), 
cos(A) и градиента Превитта Gp, которые 
характеризуют базовые точки изображения и 
его сегменты, является входным сигналом 
для моделируемых нейронных сетей. 

Моделирование MLP и RBF нейрон-
ных сетей распознавания металлографи-
ческих изображений 

Имитационное моделирование проведе-
но в пакете Statistica Neural Networks (SNN) 
компании StatSoft, который предоставляет 
быстрые и эффективные методы нейросете-
вого моделирования и анализа. 

Структура MLP нейронной сети опреде-
ления количественных характеристик сталей, 
таких как балл зерна [13, 14] приведена на 
рис. 3. 

Предлагается количество нейронов во 
входном слое принимать равным среднему 
количеству базовых точек на изображениях 
микроструктур сталей для данного типа ана-
лиза. Величина скрытого слоя вычисляется 
делением на три количества нейронов вход-
ного слоя, поскольку в скрытом слое произ-
водится сегментация изображения на основе 
базовых точек сегментов, т.е. для каждой 
точки сегмента вычисляется характеризую-
щее её аппроксимируемое значение на осно-
ве параметров базовых точек. Размер выход-
ного слоя определяется количеством марок 
сталей для распознавания. 

 
 

 
Рис. 3. Структура моделируемой MLP нейронной сети 
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После выбора структуры нейронной сети 
необходимо ее обучить. Для решения был 
выбран алгоритм обратного распространения 
ошибки (back propagation) [15]. Для алгорит-
ма обратного распространения необходимо, 
чтобы активационная функция была диффе-
ренцируема на всем участке. Предлагается 
использовать сигмоидальную активацион-
ную функцию, поскольку она удовлетворяет 
данному условию [16]: 

ixi e
y 


1
1

.       (5) 

Чтобы измерить качество распознавания, 
производилось вычисление среднеквадрати-
ческой ошибки  





n

i
ii ,))k(yy(

n
E

1

21
  (6) 

где E  – ошибка распознавания; iy  – значе-
ние i-го выхода сети при распознавании изо-
бражения; )k(y i – значение i-го эталонного 
выхода сети, которое соответствует классу 
изображения. 

 
Рис 4. Графики изменения зависимостей 

ошибок обучения EL и 
распознавания EG MLP-сетей 

Как видно из рис. 4, с определенного 
момента значение ошибки распознавания 
начинает увеличиваться, что объясняется 
явлением переобучения нейронной сети. Для 
предотвращения процесса переобучения 
обучающее множество изображений микро-
структур разбито на два множества: обу-
чающее и контрольное. В результате этого 
на основании графиков изменений ошибок 
определено оптимальное количество эпох 
обучения, которое составило 830 для данной 

структуры нейронной сети. При этом сред-
неквадратическая ошибка (СКО) 
E=0,1060348. 

Обучение нейронной сети производилось 
на основе эталонных изображений микро-
структур металлов, описанных в ГОСТ 5639-
82, ГОСТ 1778-70, ГОСТ 8233-56 и др. Обу-
чающая выборка составила 580 изображений 
микроструктур металлов, при этом из них 290 
«корректных» и 290 «некорректных». Под 
«корректными» понимаются изображения 
эталонных микроструктур сплавов, а под «не-
корректными» примеры искаженных шумами 
изображений эталонов, что как следствие ве-
дет к неправильному распознаванию (класси-
фикации) изображения нейронной сетью. Та-
ким образом, нейронная сеть также обучалась 
неверному распознаванию, т.е. реагированию 
на некорректные изображения. 

В качестве контрольной выборки ис-
пользовалось 580 изображений микрострук-
тур сплавов из базы данных микроструктур 
металлов и сплавов [17]. 

Таким образом, были спроектированы 
нейронные сети с разными структурами для 
соответствующих ГОСТов. Например, ней-
ронная сеть для определения балла зерна по 
ГОСТ 5639-82 имеет структуру 510-170-10, 
т.е. 510 нейронов во входном слое, 170 в 
скрытом и 10 в выходном слое.  

Во время исследований было отобрано 
всего 15 MLP нейронных сетей (НС) на ос-
нове критерия минимума ошибки в учебной 
и контрольной выборках.  

Кроме MLP сетей, в данном исследова-
нии было отобрано 15 лучших RBF НС 
(рис. 5). В этих сетях нейроны скрытого слоя 
реализуют функции, которые радиально из-
меняются вокруг выбранного центра и при-
нимают ненулевые значения только в окрест-
ности этого центра. Нейрон такой сети имеет 
n-мерный вход и n-мерный вектор весов, т. е. 
выходом нейрона является значение функции 
радиального вида от аргумента, равного рас-
стоянию между исходным вектором и векто-
ром весов. Под функцией радиального вида 
рассматривается простой Гасиан. Выход ней-
рона определяется формулой 

 
R.x1,(x)0

),bxexp((x), 2







 гдеvx

         
(7) 
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Значения на выходе нейрона тем боль-
ше, чем ближе исходный вектор к вектору 
весов. Если расстояние нулевое, то выход 
нейрона принимает максимальное значение 
(единицу). 

Полученные результаты моделирования 
нейронных сетей представлены на рисунках 
5 и 6. 

 
Рис. 5. Список лучших вариантов 

структурной организации НС на основе RBF 

Значения ошибки лучшей RBF-сети 
0,1323711 и соответственно 0,1060348 у 
MLP. Количественные результаты распозна-
вания выборки металлографических изобра-
жений сетями MLP и RBF представлены в 
таблице. Промоделированной MLP-сетью 
корректно распознано металлографических 
изображений на несколько процентов боль-
ше чем RBF -сетью. 

 

 
Рис. 6. Список лучших вариантов 

структурной организации НС на основе MLP 
Критерием оценки достоверности распо-

знавания использована статистическая дос-
товерность. Для оценки статистической дос-
товерности была проведена серия экспери-
ментов, что позволило определить количест-
венный показатель достоверности по форму-
ле 

,ND
N

   (8) 

где ,N N  – количество корректно распо-
знанных изображений и их общее количест-
во соответственно. 

 
1. Сравнительная таблица результатов распознавания моделированными MLP и RBF сетями 

 
 

Тип металлографического изо-
бражения 

Выборка 
Корректное распознавание сетями 

MLP и RBF, % 

Учебная 100 100 

Контрольная 95,5 95,1 

Изображения сталей 10ХСНД, 
20ХГСА, 30ХГТ для определе-
ния балла зерна согласно ГОСТ 
5639-82 Тестовая 98,6 96,5 

Учебная 100 100 

Контрольная 94,1 94,5 

Изображения сталей 10ХСНД, 
20ХГСА, 30ХГТ для определе-
ния балла ферритного зерна 
согласно ASTME 1382 Тестовая 97,8 97 
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Выводы 
На основании изложенного можно сде-

лать следующие выводы. 
1. Разработанные архитектуры MLP и 

RBF позволяют проводить распознавание 
металлографических изображений сталей с 
высоким процентом достоверности распо-
знавания (до 97,8 %). Применимость ней-
ронных сетей проверена на основе анализа 
изображений микроструктур сталей марок 
10ХСНД, 20ХГСА, 30ХГТ. 

2. В результате моделирования более 
высокий процент корректного распознавания 
показали нейронные MLP-сети. 

3. Применение нейронных сетей при 
распознавании металлографических изобра-
жений позволяет проводить анализ разных 
видов марок сталей за счет свойства обучае-
мости. 
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