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БЫСТРЫЙ МЕТОД ВЫДЕЛЕНИЯ ОБУЧАЮЩИХ ВЫБОРОК ДЛЯ
ПОСТРОЕНИЯ НЕЙРОСЕТЕВЫХ МОДЕЛЕЙ ПРИНЯТИЯ РЕШЕНИЙ

ПО ПРЕЦЕДЕНТАМ
Решена задача формирования обучающих выборок для автоматизации построения нейросетевых моделей по прецедентам.

Предложен метод формирования выборок, который автоматически выделяет из исходной выборки обучающую и тестовую выборки,
не требуя загрузки всей исходной выборки в память ЭВМ, осуществляя поэкземплярную обработку исходной выборки с хэширующим
преобразованием на одномерную ось, формирует эталоны кластеров на обобщенной оси, минимизируя их число, что позволяет
повысить скорость формирования выборок, снизить требования к вычислительным ресурсам и памяти ЭВМ и обеспечить приемлемый
уровень точности синтезируемых моделей. Разработанный метод не требует многократных проходов по выборке, ограничиваясь
всего тремя просмотрами. При этом метод хранит в оперативной памяти только один текущий экземпляр и набор сформированных
одномерных эталонов, который минимизирован по объему. В отличие от методов на основе случайного отбора и кластер-анализа
предложенный метод автоматически определяет размер формируемых обучающей и тестовой выборок, не требуя участия человека.
Разработано программное обеспечение, реализующее предложенный метод, на основе которого решена практическая задача
построения модели принятия решений для индивидуального прогнозирования состояния пациента, больного гипертонией.

Ключевые слова: выборка, формирование выборки, экземпляр, нейронная сеть, индивидуальное прогнозирование, обучение
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НОМЕНКЛАТУРА
ЭВМ – электронная вычислительная машина;

)(* kcq  – k-й хэш-эталон q-го класса;
kC*  – набор хэш-эталонов k-го класса;

d – расстояние;
E – ошибка модели;
Eоб. – ошибка обученной нейромодели при распоз-

навании обучающей выборки;
Eрасп. – ошибка обученной нейромодели при распоз-

навании тестовой выборки;
f – критерий качества;
F() – структура нейросетевой модели;
i* – номер ближайшего хэш-эталона к хэшу рассмат-

риваемого экземпляра;
Ind  – набор номеров экземпляров класса;
j – номер текущего признака;
K – число классов;
kq – указатель числа эталонов q-го класса;
M – объем использованной оперативной памяти;
n – размерности входа;
N – число входных признаков;
O – символ Ландау;
opt – условное обозначение оптимума;
Q – число кластеров;
q – номер класса;
Realmax – максимальное вещественное число, пред-

ставимое в разрядной сетке ЭВМ;
s – номер текущего экземпляра
S – число прецедентов в выборке;
S′ – объем сформированной обучающей выборки;
t – время, затраченное на формирование выборки;
toб. – время, затраченное на обучение;

w – набор значений параметров нейронной сети;
X – исходная выборка;
x’ – набор входных признаков в обучающей выборке;
x – набор входных признаков в исходной выборке;
xj – j-й входной признак в исходной выборке;

max
jx  – максимальное значение j-го признака;
min
jx  – минимальное значение j-го признака;

xs  – s-й экземпляр выборки;

sx* – хэш s-го экземпляра;
xs

j
 – значение j-го входного признака для s-го преце-

дента;
Xоб. – обучающая выборка;
Xтест. – тестовая выборка;
y – выходной признак в исходной выборке;
ys – значение выходного признака для s-го прецедента;
y′ – выходной признак в обучающей выборке;
χ – вычислительная сложность хэш-преобразования

одного экземпляра.
ВВЕДЕНИЕ
Для автоматизации поддержки принятия решений в

диагностике возникает необходимость построения диаг-
ностических моделей. Зачастую на практике из-за отсут-
ствия или недостатка экспертных знаний построение ди-
агностических моделей предполагает использование эк-
спериментальных наблюдений за  состоянием
диагностируемого объекта, в процессе которого с по-
мощью методов искусственного интеллекта осуществ-
ляется извлечение знаний из данных. Искусственные ней-
ронные и нейро-нечеткие сети [1] являются наиболее
широко применяемым классом методов искусственно-
го интеллекта при построении моделей по прецедентам.
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Объектом исследования является процесс построения
диагностических моделей на основе нейронных сетей.

Методы обучения нейросетей [1, 2], как правило, ха-
рактеризуются высокой итеративностью, а также значи-
тельными затратами времени на обучение нейросетей
при большой размерности обучающих данных. В таких
случаях применение нейросетевых технологий оказыва-
ется затруднительным. Это вызывает необходимость со-
кращения объема данных, используемых при обучении
нейромоделей.

Предмет исследования составляют методы форми-
рования обучающих выборок из исходных выборок боль-
шого объема для обучения нейросетевых моделей.

Целью данной работы являлась разработка метода, по-
зволяющего сократить время обучения нейросетей при
построении модели по большому объему прецедентов за
счет разбиения исходной выборки большого объема на
обучающую и тестовую выборки, обеспечивая миними-
зацию объема обучающей выборки и ее топологическую
репрезентативность относительно исходной выборки.

1 ПОСТАНОВКА ЗАДАЧИ
Пусть мы имеем исходную выборку X = <x, y> – на-

бор S прецедентов о зависимости y(x), x = {xs}, y={ys},
s = 1, 2, ..., S, характеризующихся набором N входных
признаков {xj}, j = 1, 2, ..., N, где j – номер признака, и
выходным признаком y. Каждый s-й прецедент предста-
вим как <xs, ys>, xs={xs

j}, где xs
j – значение j-го входного, а

ys – значение выходного признака для s-го прецедента
(экземпляра) выборки, ys ∈ {1, 2, ..., K}, где K – число
классов, K>1.

Тогда задача синтеза нейросетевой модели зависимо-
сти y(x) будет заключаться в определении таких структу-
ры F() и значений параметров w нейронной сети, при
которых будет удовлетворен критерий качества модели
f(F(), w, <x, y>) →opt, где opt – условное обозначение
оптимума [1]. Обычно критерий качества обучения ней-
росетей определяют как функцию ошибки модели:
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Для задач с дискретным выходом ошибку обученной
сети можно характеризовать также формулой:
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В случае, когда исходная выборка имеет большую
размерность, перед построением нейромодели необхо-
димо решить задачу выделения обучающей выборки
меньшего объема (дано: <x, y>, надо: <x′, y′>, x′∈{xs},
y′={ys|xs ∈x′}, S′=|y′|, S′<S, f(<x′, y′>, <x, y>) → opt).

Для оценки качества сформированной выборки воз-
можно использовать широкий набор предложенных по-
казателей [3–5]. Однако их расчет требует существенных
затрат вычислительных ресурсов, поэтому для упроще-
ния расчетов данную задачу можно рассматривать в кон-
структивистской постановке (дано: <x, y>, надо: <x′, y′>,
x′∈{xs}, y′={ys|xs∈x′}, S′=|y′|, S′<S).

2 ЛИТЕРАТУРНЫЙ ОБЗОР
Методы извлечения выборок [6–12] выделяют: веро-

ятностные и детерминированные.
Вероятностные методы [6–8, 12] предполагают случай-

ное извлечение набора экземпляров из исходной выбор-
ки, причем каждый экземпляр исходной выборки имеет
ненулевую вероятность, которая может быть точно опре-
делена, быть включенным в формируемую выборку.
К вероятностным методам извлечения выборок относят:

– простой случайный отбор (simple random sampling):
из исходной выборки случайным образом отбирается
заданное число экземпляров;

– систематический отбор (systematic sampling): ис-
ходная выборка упорядочивается определенным обра-
зом и разбивается на последовательные группы экземп-
ляров, в каждой из которых выбирается для включения в
формируемую выборку объект с заданным порядковым
номером в группе;

– стратифицированный отбор (stratification sampling):
исходная выборка разделяется на непересекающиеся
однородные подмножества – страты, представляющие
все виды экземпляров, в каждом из которых применяет-
ся случайный или систематический отбор;

– вероятностный пропорциональный к объему от-
бор (probability proportional to size sampling): использу-
ется, когда имеется «вспомогательная переменная» или
«метрика объема», которая предполагается связанной с
интересующей переменной для каждого экземпляра,
вероятность выбора для каждого элемента исходной
выборки будет пропорциональна его метрике объема;

– отбор на основе кластер-анализа (сluster sampling): ис-
ходная выборка разделяется на кластеры, из группы экземп-
ляров каждого кластера случайно выбирается некоторое
подмножество экземпляров для формируемой выборки.

Достоинствами данных методов являются их относи-
тельная простота и возможность оценки ошибки выбор-
ки, а недостатками – то, что они не гарантируют, что сфор-
мированная выборка малого объема будет хорошо ото-
бражать свойства исходной выборки, а также не будет
избыточной и не будет искусственно упрощать задачу.

Детерминированные методы формирования выбо-
рок [6, 9–11] предполагают извлечение экземпляров на
основе предположений об их полезности (информатив-
ности), при этом некоторые экземпляры могут не быть
выбраны или вероятность их выбора не может быть точ-
но определена; они, как правило, основаны на кластер-
ном анализе и стремятся обеспечить топологическое
подобие исходной выборке. К детерминированным ме-
тодам формирования выборок относят методы:

– удобного отбора (сonvenience sampling): форми-
рует нерепрезентативную выборку из наиболее легко
доступных для исследования объектов;

– квотного отбора (quota sampling): исходная выбор-
ка разделяется на отличающиеся свойствами подгруп-
пы, после чего из каждой подгруппы выбираются объек-
ты на основе заданной пропорции);

– целевого отбора (judgmental (purposive) sampling):
объекты извлекаются из исходной выборки исследова-
телем в соответствии с его мнением относительно их
пригодности для исследования.
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Недостатком данных методов является невозмож-
ность оценивания ошибки сформированных выборок.
Достоинством детерминированных методов является то,
что они могут выявить наиболее значимые для решения
задачи построения диагностической модели прецеден-
ты, которые также могут быть использованы для иници-
ализации распознающих моделей и ускорения процесса
обучения. Поэтому для достижения цели, поставленной
в работе, в качестве базиса для формирования выборок
предлагается выбрать детерминированные методы.

Однако следует отметить, что детерминированные
методы, основанные на кластерном анализе, являются
сложно применимыми для выборок большого объема,
поскольку предполагают расчет расстояний между все-
ми экземплярами и манипуляции с матрицей расстоя-
ний. Следовательно, для повышения скорости обработ-
ки данных необходимо сократить объем вычислений за
счет исключения необходимости расчета расстояний, что
также позволит сократить требования к памяти ЭВМ.

3 МАТЕРИАЛЫ И МЕТОДЫ
Для того, чтобы при ограниченном объеме опера-

тивной памяти ЭВМ обеспечить обработку исходной
выборки большой размерности, предлагается осуществ-
лять поэкземплярную обработку исходной выборки, заг-
ружая в память только один текущий экземпляр на каж-
дой итерации. При этом заменять N-мерное представле-
ние экземпляра на  одномерное посредством
отображения его координат на обобщенную ось с ис-
пользованием хэширующего преобразования, сохраня-
ющего топологию исходного пространства признаков в
синтезируемом одномерном пространстве.

Для экономии как ресурсов памяти, так и вычислитель-
ных ресурсов предлагается вместо расчета расстояний
между всеми экземплярами целесообразно оперировать
только расстояниями между текущим рассматриваемым
экземпляров и сформированными центрами кластеров,
причем в одномерном пространстве хэш-кодов.

Для сокращения влияния человеческого фактора на
результаты формирования выборки число эталонов пред-
лагается не задавать, а определять автоматически, начи-
ная с одного и наращивая по мере необходимости.

С учетом изложенных выше идей, предложенный
метод может быть представлен следующим образом.

Этап инициализации. Установить: s=1, 
syC* ∅= , kq=0,

q = 1, ..., K.
Этап хэширующего преобразования. Если s<S, тогда

считать с внешнего носителя памяти очередной экземп-
ляр выборки xs в оперативную память. Определить на ос-
нове значений признаков экземпляра xs его хэш sx* , ис-
пользуя одно из преобразований, предложенных в [13], в
противном случае – перейти к этапу разбиения выборки.

Этап формирования набора хэш-эталонов (хэшей
центров кластеров). Если в наборе хэш-эталонов для клас-

са ys нет ни одного эталона, т. е. ∅=
syC*  и 0=

syk , тогдада
записать хэш текущего экземпляра как эталон в набор
хэш-эталонов для класса ys по формуле (1):

,1+=
ss yy kk  ),( ,)( *****

ssssss yyyysyy kcCCxkc ∪==  (1)

записать номер текущего экземпляра s в набор номеров эк-

земпляров класса ys: ,),( skyInd
sys =  после чего найти рас-

стояние от нового хэш-эталона до существующих хэш-эта-
лонов всех кластеров всех классов по формуле (2):

kckcdkckcd yyyyyy ssssss
))(),(())(),(( **** ==

KqCkkckc qyyy sss
,...,1|,|,...,1,)()( *** ==−= , (2)

установить: Realmaxkckcd
ssss yyyy =))(),(( **  и перейти

к этапу обработки нового экземпляра.
В случае если набор хэш-эталонов  непустой

( ∅≠
syC* ), тогда определить расстояния от хэша sx*  рас-

сматриваемого экземпляра xs до хэш-эталонов всех кла-
стеров данного класса:

|,|,...,1,)())(,( *****
sss yysys Ckkcxkcxd =−=

затем найти среди имеющихся в наборе хэш-эталонов
кластеров класса ys, номер ближайшего хэш-эталона к
хэшу sx* рассматриваемого экземпляра xs:

|,|,...,1))},(,({minarg* ***
ss yys

k
Ckkcxdi ==

после чего если ))(*),((*))(,( **** pcicdicxd qyys ss
< ,

|,|,...,1,,...,1 *
qCpKq ==  тогда пропустить s-й экземпляр

и перейти к этапу обработки нового экземпляра, в про-
тивном случае – добавить новый хэш-эталон на основе
s-го экземпляра по формуле (1), записать номер текуще-
го экземпляра s в набор номеров экземпляров класса ys:

,),( skyInd
sys =  после чего найти расстояние от нового

хэш-эталона до существующих хэш-эталонов всех клас-
теров  всех классов по формуле (2), установить:

Realmaxkckcd
ssss yyyy =))(),(( **  и перейти к этапу об-

работки нового экземпляра.
Этап обработки нового экземпляра. Установить s=s+1,

перейти к этапу хэширующего преобразования.
Этап разбиения выборки. Все экземпляры, исходной

выборки, на основе которых сформированы хэш-этало-
ны кластеров, занести в обучающую выборку Xоб., а ос-
тальные – в тестовую выборку Xтест.:

|},|,...,1,,...,1,),(|,{ *об.
ss yysss CkSsskyIndyxX ===><=

об.тест. \ XXX =

Предложенный метод позволяет загружать в опера-
тивную память ЭВМ полное признаковое описание толь-
ко одного текущего экземпляра и не требует расчета мат-
рицы расстояний между экземплярами, заменяя их рас-
стояниями от рассматриваемого экземпляра  до
одномерных хэш-эталонов, что позволяет существенным
образом снизить требования к ресурсам оперативной
памяти и осуществлять обработку выборок очень боль-
шого размера.
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Для предложенного метода вычислительная слож-
ность в так называемом «мягком смысле» может быть
оценена как O(2NS+4SQ+S χ ), где χ – вычислительная
сложность хэш-преобразования одного экземпляра, ко-
торая, очевидно, является функцией числа признаков N.
Исходя из практического опыта, положим, что χ=N,
Q = ln S, N=0,01S. Тогда вычислительная сложность мето-
да может быть оценена как O(0,01S2+4S ln S).

Пространственная сложность метода может быть оце-
нена как O(NS+SK+3N+Q2+Q). Приняв K=2 и Q = ln S,
N=0,01S, получим оценку пространственной сложности
O(0,01S2+2,03S+(ln S)2+ln S).

В терминах размерности входа n=NS≈0,01S2, приняв
для упрощения ln S ≈0,5N ≈0,05S, мы получим грубую
оценку вычислительной сложности предложенного ме-
тода порядка O(21n) и грубую оценку пространственной
сложности – O(n+2,08S+0,0025S2).

4 ЭКСПЕРИМЕНТЫ
Для проверки работоспособности предложенного

метода он был программно реализован как дополнение к
компьютерной программе «Автоматизированная систе-
ма синтеза нейросетевых и нейро-нечетких моделей для
неразрушающей диагностики и классификации образов
по признакам» (Свидетельство о регистрации авторского
права на произведение № 35431 от 21.10.2010).

Разработанное математическое обеспечение использо-
валось для проведения экспериментов по решению задачи
индивидуального прогнозирования состояния здоровья
больного гипертонической болезнью по результатам экс-
периментально полученных наблюдений за состоянием
здоровья пациента и погодными условиями.

Исходная выборка данных была получена в г. Запоро-
жье (Украина) и содержала наблюдения за период с 2002 г.
по 2009 г., где каждый экземпляр представлял собой набор
данных, характеризующих состояние пациента в опреде-
ленную часть дня. В качестве временных характеристик
использовались дата (год, месяц, день), код дня недели,
время (час) наблюдения, код части дня (0 – утро, 1 – ве-
чер). В качестве объективных клинико-лабораторных по-
казателей использовались наблюдаемое артериальное дав-
ление (систолическое и диастолическое, мм. рт. ст.), пульс
(ударов в минуту), сведения о приеме лекарств (Амло (0 –
нет, 1 – да), Эгилок (0 – нет, 1 – да), Берлиприл (0 – нет, 1 –
да)), В качестве субъективных показателей использовались
характеристики самочувствия (наличие экстросистолы (0
– нет, 1 – есть), наличие боли в голове (0 – нет, 1 – есть),
наличие боли в затылке (0 – нет, 1 – есть), наличие пульса-
ции (0 – нет, 1 – есть), наличие боли в левом боку (0 – нет,
1 – есть), наличие боли в области сердца (0 – нет, 1 – есть),
нехватка воздуха (0 – нет, 1 – есть), наличие боли в животе
(0 – нет, 1 – есть), общая слабость (0 – нет, 1 – есть)). В
качестве метеорологических характеристик [14] исполь-
зовались (температура воздуха (°С), атмосферное давле-
ние (мм. рт. ст.), тип облачности (0 – нет, 1 – малая, 2 –
облачно, 3 – пасмурно), наличие грозы (0 – нет, 1 – есть),
направление ветра (0 – штиль, 1– северный, 2 – северо–
восточный, 3 – восточный, 4 – юго–восточный, 5 – юж-
ный, 6 – юго–западный, 7 – западный, 8 – северо-запад-
ный), скорость ветра (м/с), данные солнечной активности
(Mg II индекс [15]). Фрагмент исходных данных в графи-
ческом виде представлен на рис. 1.
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Рисунок 1 – Визуализация фрагмента выборки данных: 1 – день
недели, 2 – время, 3 – систоличесокое давление, 4 – диастоли-

ческое давление, 5 – пульс

Полученные наблюдения методом «окон» были ис-
пользованы для получения выборки для решения задачи
качественного прогнозирования состояния пациента на
ближайшую вторую половину суток по данным преды-
дущих наблюдений: в качестве входных признаков исполь-
зовались данные за предыдущие (утро и вечер) и теку-
щие сутки (утро), а в качестве выхода – состояние паци-
ента вечером в текущие сутки (0 – нормальное, 1 –
ухудшение состояния, сопровождающееся повышени-
ем артериального давления).

Сформированная выборка использовалась для фор-
мирования обучающей и контрольной выборок на ос-
нове предложенного метода, а также ряда известных
методов формирования выборок.

После чего для каждой из сформированных выборок
строились прогнозирующие модели на основе трехслой-
ных нейронных сетей прямого распространения сигна-
ла.  Каждая нейронная сеть содержала  на входе
N = 3×26 = 78 признаков, число нейронов входногоо
слоя – 10, число нейронов среднего слоя – 5, число ней-
ронов выходного слоя – 1. Все нейроны использовали
весовую (дискриминантную) функцию взвешенная сум-
ма, а функцию активации – тангенциальный сигмоид.

Перед подачей на входы сети сигналы нормирова-

лись по формуле: minmax

min
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Обучение нейросетей осуществлялось на основе
метода Левенберга-Марквардта [1, 2].

5 РЕЗУЛЬТАТЫ
Результаты проведенных экспериментов представле-

ны в табл. 1.
Как видно из табл. 1, предложенный метод позволяет

существенно сократить объем обучающей выборки,
обеспечивая при этом высокую точность как обучения,
так и распознавания (качественного прогнозирования).

Разработанный метод не требует многократных прохо-
дов по выборке, ограничиваясь всего тремя просмотрами.
Причем, если заранее известны граничные значения при-
знаков, то число просмотров выборки можно сократить до
двух. При этом метод хранит в оперативной памяти только
один текущий экземпляр и набор сформированных одно-
мерных эталонов, который минимизирован по объему. Это
позволяет существенно снизить затраты как вычислитель-
ных ресурсов, так и ресурсов памяти.



50

НЕЙРОІНФОРМАТИКА ТА ІНТЕЛЕКТУАЛЬНІ СИСТЕМИ

Метод формирования выборки S'/S t, сек. M, Мегабайт Eоб., %. toб., сек. Eрасп., %. 
0,5 1,35 1,62 0 1768,6 2,01 
0,25 0,68 0,81 0 936,6 4,14 
0,1 0,27 0,38 0 373,2 7,42 

Случайный отбор (без загрузки 
всей исходной выборки в память) 

0,05 0,14 0,16 0 191,3 12,97 
Кластер-анализ 0,26 690,37 101,34 0 920,4 0,41 
Предложенный метод 0,21 93,62 0,79 0 912,5 0,49 

Таблица 1 – Результаты экспериментов

6 ОБСУЖДЕНИЕ
Предложенный метод формирования выборок по срав-

нению с методом на основе случайного отбора [6] обеспе-
чивает существенно большую точность прогнозирования,
сокращая при этом время обучения. Однако предложен-
ный метод требует больших затрат времени на формиро-
вание выборки, чем метод случайного отбора [6].

По сравнению с методом формирования выборок
на основе кластер-анализа [9] предложенный метод обес-
печивает сопоставимую точность прогнозирования, со-
кращая при этом время формирования выборки. Одна-
ко предложенный метод требует существенно меньших
затрат времени и ресурсов памяти при формировании
выборки, чем метод на основе кластер-анализа [9].

Также, в отличие от методов на основе случайного
отбора и кластер-анализа, предложенный метод автома-
тически определяет размер формируемых обучающей
и тестовой выборок, не требуя участия человека.

Недостатком предложенного метода является то, что он
требует задания преобразования на обобщенную ось и за-
висит от его требований к вычислительным ресурсам.

Эффективность применения разработанного метода
будет тем выше, чем больше признаков будет характери-
зовать исходный набор данных и чем больше будет эк-
земпляров в исходной выборке данных. При небольшом
объеме исходной выборки эффект от применения раз-
работанного метода будет незначительным.

ВЫВОДЫ
В работе решена задача формирования обучающих

выборок для автоматизации построения нейросетевых
моделей по прецедентам.

Научная новизна результатов, полученных в статье,
состоит в том, что впервые предложен метод формиро-
вания выборок, который, автоматически выделяет из
исходной выборки обучающую и тестовую выборки, не
требуюя загрузки всей исходной выборки в память ЭВМ,
осуществляя поэкземплярную обработку исходной вы-
борки с хэширующим преобразованием на одномерную
ось, формирует эталоны кластеров на обобщенной оси,
минимизируя их число, что позволяет повысить скорость
формирования выборок, снизить требования к вычис-
лительным ресурсам и памяти ЭВМ и обеспечить при-
емлемый уровень точности синтезируемых моделей.

Практическая значимость полученных результатов
заключается в том, что разработано программное обес-
печение, реализующее предложенный метод, на основе
которого решена практическая задача построения моде-
ли принятия решенй для индивидуального прогнозиро-
вания состояния пациента, больного гипертонией.

Перспективы дальнейших исследований состоят в
том, чтобы определить эффективные по времени и зат-

ратам памяти хэширующие преобразования экземпля-
ров выборки, сохраняющие топологию классов в про-
странстве признаков, исследовать предложенный метод
на более широком классе задач количественного и каче-
ственного прогнозирования и распознавания образов.
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Запоріжжя, Україна
ШВИДКИЙ МЕТОД ВИДІЛЕННЯ НАВЧАЛЬНИХ ВИБІРОК ДЛЯ ПОБУДОВИ НЕЙРОМЕРЕЖЕВИХ МОДЕЛЕЙ

ПРИЙНЯТТЯ РІШЕНЬ ЗА ПРЕЦЕДЕНТАМИ
Вирішено завдання формування навчальних вибірок для автоматизації побудови нейромережевих моделей за прецедентами. Запро-

поновано метод формування вибірок, який автоматично виділяє з вихідної вибірки навчальну та тестову вибірки, не вимагаючи
завантаження всієї вихідної вибірки у пам’ять ЕОМ, здійснюючи поекземплярну обробку вихідної вибірки з гешуючим перетворенням
на одновимірну вісь, формує еталони кластерів на узагальненій осі, мінімізуючи їх число, що дозволяє підвищити швидкість формуван-
ня вибірок, знизити вимоги до обчислювальних ресурсів і пам’яті ЕОМ і забезпечити прийнятний рівень точності синтезованих
моделей. Розроблений метод не вимагає багаторазових проходів по вибірці, обмежуючись лише трьома переглядами. При цьому метод
зберігає в оперативній пам’яті тільки один поточний екземпляр і набір сформованих одновимірних еталонів, який мінімізовано за
обсягом. На відміну від методів на основі випадкового відбору та кластер-аналізу запропонований метод автоматично визначає розмір
формованих навчальної та тестової вибірок, не вимагаючи участі людини. Розроблено програмне забезпечення, що реалізує запропо-
нований метод, на основі якого вирішена практична задача побудови моделі прийняття рішень для індивідуального прогнозування
стану пацієнта, хворого на гіпертонію.

Ключові слова: вибірка, формування вибірки, екземпляр, нейронна мережа, індивідуальне прогнозування, навчання за прецеден-
тами.
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THE QUICK METHOD OF TRAINING SAMPLE SELECTION FOR NEURAL NETWORK DECISION MAKING MODEL

BUILDING ON PRECEDENTS
The problem of training sample forming is solved to automate the construction of neural network models on precedents. The sampling

method is proposed. It automatically selects the training and test samples from the original sample without the need for downloading the entire
original sample to the computer memory. It processes an initial sample for each one instance with hashing transformation to a one-
dimensional axis, forming cluster templates on the generalized axis, minimizing their number. This allows to increase the speed of sampling,
to reduce the requirements to computing resources and to computer memory and to provide an acceptable level of accuracy of the synthesized
models. The developed method does not require multiple passes through the sample, being limited by only three viewing. At the same time the
method keeps in a random access memory only the current instance and the generated set of one-dimensional templates, which is minimized
by volume. Unlike the methods based on random sampling and cluster analysis the proposed method automatically determines the size of the
formed training and test samples without the need for human intervention. Software realizing proposed method is developed. On its basis the
practical task of decision-making model building to predict the individual state of the patient with hypertension is resolved.

Keywords: sample, sampling, instance, neural network, individual prediction, training on precedents.
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