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Розглянуто підходи у використанні методів Data Mining (DM) для оброблення та аналізу метеорологічних да-
них. Коротко описано технологію Knowledge Discovery in Databases (KDD) та представлено опис методів DM як 
одного з етапів KDD. Наведено приклад короткострокового прогнозування температури повітря для м. Чернігова з 
використанням нейромереж (вхідними даними були дані метеостанції м. Чернігова за 2013–2015 роки). 

Ключові слова: Knowledge Discovery in Databases, Data Mining, нейронні мережі, багатошаровий персептрон, 
прогноз метеорологічних показників. 

Рассмотрены подходы использования методов Data Mining (DM) для обработки и анализа метеорологических 
данных. Кратко описано технологию Knowledge Discovery in Databases (KDD) и выполнено описание методов Data 
Mining как одного из этапов KDD. Приведен пример краткосрочного прогноза температуры воздуха для 
г. Чернигова с использованием нейросетей (входящими данными были данные метеостанции г. Чернигова за 2013–
2015 годы). 

Ключевые слова: Knowledge Discovery in Databases, Data Mining, нейронные сети, многослойный персептрон, 
прогноз метеорологических показателей. 

This article describes several approaches to using Data Mining techniques for processing and analysis of the 
meteorological data. The Process of Knowledge Discovery in Databases (KDD) and some method of Data Mining (DM), one 
of the KDD’s step, are briefly described in the article. As an example of using Data Mining techniques for meteorological 
figures analysis a temperature forecasting by neural networks is performed in this article (as input data we used 
meteorological figures from Chernihiv weather station for 2013-2015 years). 

Key words: Knowledge Discovery in Databases, Data Mining, neural networks, multilayer perceptron, meteorological 
figures forecasting. 

Постановка проблеми. Об’єм накопичених даних метеорологічних спостережень з 
кожним роком збільшується. Це створює умови для формування метеопрогнозів, ґрун-
туючись тільки на цих даних, наприклад, за допомогою методів Data Mining (DM). 
Отримані в результаті аналізу метеоданих знання можуть бути корисними як для розу-
міння тенденцій зміни клімату, так і для тих сфер діяльності людини, які залежать від 
погодних умов, включаючи короткострокові прогнози. Використання методів Data 
Mining дозволяє виявити певні закономірності, характерні для тієї чи іншої території 
або проміжку часу. Наприклад, у [3] застосовується алгоритм DBSCAN для визначення 
регіонів Туреччини, подібних за своїми температурними характеристиками. 

Мета статті. Метою статті є дослідження можливостей технології Knowledge 
Discovery in Databases (KDD) та методів DM, як одного з етапів KDD, для формування 
короткострокових прогнозів на основі аналізу метеопоказників за попередні тривалі 
періоди. 

Аналіз досліджень і публікацій. Оброблення та аналіз метеорологічних даних з 
використанням Data Mining здійснювалися багатьма дослідниками. До основних задач, 
які вирішувалися із застосуванням DM, відносяться: прогнозування метеорологічних 
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показників; виявлення закономірностей, характерних для певної території та/або про-
міжку часу, прогнозування екстремальних погодних явищ. 

Це продемонстровано в деяких роботах закордонних авторів. Так, у [5] розглядаєть-
ся побудова та аналізується використання нейромережі для погодинного прогнозу 
швидкості вітру в м. Фару (Португалія). Для аналізу було взято дані зі швидкості вітру 
за два роки. За результатами досліджень найкращі результати прогнозування продемон-
стрував багатошаровий персептрон (три шари по 14-15-1 нейронів відповідно) з пря-
мим зв’язком. Вхідними даними для нейромережі були лише значення швидкості вітру. 

У [9] представлено прогнозування температури повітря також із використанням 
нейромереж, причому дані було розбито по сезонах і для кожного сезону будувалась 
окрема нейромережа. Вхідними даними були не лише значення температури повітря, 
але й певні інші показники. 

Прогнозування максимальної, мінімальної та середньої добових температур повітря 
на рік з використанням різних методів DM виконано у [10]. Застосовувалися такі алго-
ритми, як класична лінійна регресія, M5, M5rules, IB3, а також адитивна регресія та 
нейронні мережі. Крім того, у цій роботі показано, що для отримання прогнозу задо-
вільної якості достатньо даних за два попередні роки. 

У [12] використано нейронні мережі різної конфігурації та два ансамблі нейроме-
реж для погодинного прогнозу на добу температури повітря, швидкості вітру і вологос-
ті повітря. Найкращий результат був отриманий із застосуванням рекурентної нейрон-
ної мережі Елмана, а серед ансамблів нейронних мереж кращий прогноз показав 
ансамбль, сформований за принципом «winner-take-all». 

Для прогнозування екстремальних погодних явищ у дослідженнях [2; 12; 18] вико-
ристовувалися різноманітні методи DM, оскільки прогнозування різних явищ вимагає 
неоднакових вхідних даних та підходів до проведення аналізу. 

Технологія Knowledge Discovery in Databases (KDD). Ця технологія почала актив-
но розвиватись на початку 1990-х років, що було зумовлено такими факторами: 

− збільшення місткості накопичувачів даних та зменшення їх вартості, що сприяло 
стрімкому зростанню об’ємів накопичених «сирих» даних. Під «сирими» даними розу-
міють різнорідні та необроблені дані; 

− прогрес у сфері створення комп’ютерної техніки, що сприяло підвищенню обчис-
лювальної потужності техніки і загальній комп’ютеризації виробництва та бізнес-
процесів; 

− стрімкий розвиток інформаційно-комунікаційних технологій; 
− впровадження та широке використання Інтернету в усіх сферах людської діяльності. 
KDD може проводитись за двома напрямами: перевірка гіпотези користувача 

(verification) або видобуток нових знань (discovery), який, у свою чергу, може мати на 
меті прогнозування (prediction) або опис (description) об’єкта дослідження. 

KDD – це нетривіальний процес виявлення значущих, раніше невідомих, потенцій-
но корисних і в кінцевому результаті зрозумілих паттернів у даних; під даними слід ро-
зуміти множину фактів, а паттерн – це описаний певною мовою вираз для позначення 
підмножини даних або моделі, яка може бути використана до підмножини даних [4]. 
KDD дозволяє виявити в наборі фактів нові корисні багатоаспектні залежності між да-
ними. Цей процес є ітеративним та інтерактивним і складається з деяких етапів (рис. 1). 



ТЕХНІЧНІ НАУКИ ТА ТЕХНОЛОГІЇ № 2 (2), 2015 
 

TECHNICAL SCIENCES AND TECHNOLOGIES 
 

93 

 
Рис. 1. Схематичне зображення процесу KDD [4] 

Результатом процесу KDD є знання, а DM - це один з етапів процесу KDD, який пе-
редбачає використання алгоритмів аналізу даних та виявлення інформації, з прийнят-
ними обмеженнями обчислювальної ефективності, для синтезу специфічного переліку 
паттернів (або моделей) із даних [4]. Іншими словами, DM – це сукупність алгоритмів і 
методів, призначених для виявлення та представлення у зрозумілому для аналітика ви-
гляді відношень між даними чи закономірностей у даних, але поряд з цим не прово-
диться оцінювання значущості та корисності отриманих результатів. Таким чином, на-
бір паттернів, отриманий у результаті етапу DM, не є результатом процесу KDD 
загалом, оскільки отриманню знань передує інтерпретація паттернів, оцінювання їх 
якості та придатності. 

Data Mining у своєму арсеналі має значну кількість методів і алгоритмів, оскільки 
ця технологія виникла на стику кількох галузей науки, зокрема штучного інтелекту, 
машинного навчання, розпізнавання образів, статистики, бази даних, візуалізації даних, 
високопродуктивного обчислення та ін. Для зручності алгоритми та методи DM краще 
розглядати залежно від задач, для вирішення яких вони застосовуються. Перелік задач 
Data Mining у різних джерелах може дещо різнитися, тому розглянемо ті задачі, які біль-
шість дослідників вважають основними. До них належать: 

− класифікація (classification) та регресійний аналіз (regression); 
− кластеризація (clustering); 
− пошук частих моделей (frequent pattern mining). 
Класифікація та регресія. Під поняттям «класифікація», як правило, мають на увазі 

розподіл елементів даних в один з декількох наперед визначених класів елементів. У [1] 
задача класифікації представлена більш узагальнено й аналогічно задачі регресії, тобто 
як така, метою якої є «визначення значення залежної змінної деякого об’єкта на основі 
значень інших змінних, які характеризують цей об’єкт» [1, с. 102]. З метою класифіка-
ції можуть бути використані неоднакові алгоритми, що використовують різні способи 
вирішення задачі. У [20] розглядаються такі підходи класифікації: імовірнісна класифі-
кація (probabilistic classification), класифікація з використанням дерев рішень (decision 
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tree classifier), лінійний дискримінантний аналіз (linear discriminant analysis), метод опо-
рних векторів (support vector machines). Результати класифікації (чи регресії) можуть 
бути представлені у вигляді класифікаційних правил, дерев рішень, математичних фун-
кцій [1]. 

Класифікаційні правила складаються з двох частин – умови та висновку. В умові 
виконується перевірка значень однієї чи декількох незалежних змінних, а у висновку, 
відповідно, вказується значення залежної (прогнозної) змінної або розподіл її імовірно-
сті за класами. До переваг класифікаційних правил можна віднести простоту сприйнят-
тя людиною, адже вони можуть бути записані на природній для людини мові, а також 
їх відносну незалежність – можливість додавати у набір правил нові правила без зміни 
вже наявних. Суттєвим недоліком класифікаційних правил вважається можлива супе-
речливість їх одне одному, коли характеристики якогось об’єкта задовольняють умови 
кількох правил із різними висновками. Для побудови класифікаційних правил можуть 
бути використані алгоритми 1R-алгоритм [1], Naive Bayes [1; 6; 11; 14; 20] та інші. 

Представлення класифікаційних правил у вигляді деревовидної послідовної струк-
тури є деревом рішень. Кожен вузол такого дерева містить перевірку деякої незалежної 
змінної (можуть також порівнюватись незалежні змінні між собою, обчислюватись пе-
вна функція від однієї чи кількох незалежних змінних), а кожен лист дерева є значен-
ням залежної змінної, тобто класом. Пройшовши від кореня дерева до листа через вуз-
ли з умовами, які задовольняють незалежні змінні об’єкта класифікації, визначається 
клас, до якого належить об’єкт. Важливо зазначити, що маючи дерево рішень, його мо-
жна записати у вигляді класифікаційних правил, але зворотне перетворення можливе не 
завжди. Існує багато алгоритмів побудови дерев рішень, зокрема ID3 [1; 14; 16], 
C4.5 [1; 11; 15], CART [11], CHAID [17], SPRINT [14] та інші. Основними характерис-
тиками алгоритмів побудови дерев рішень є вид розщеплення (бінарне чи множинне), 
критерій розщеплення, процедура скорочення гілок дерева, можливість оброблення 
пропущених значень. Вибір того чи іншого алгоритму залежить від багатьох факторів, 
тому жоден з алгоритмів не вважається найкращим. 

До імовірнісної класифікації у [20] віднесено Байєсівську класифікацію та класифі-
кацію методом k-найближчих сусідів. Байєсівська класифікація (повна) [20] використо-
вує формулу Байєса для визначення класу, до якого належить об’єкт, як класу з макси-
мальною апостеріорною вірогідністю. Обчислити апостеріорну імовірність, згідно з 
формулою Байєса, можна за апріорними ймовірностями та умовними за класом щіль-
ності. Проста Байєсівська класифікація (Naive Bayes classifier) [1; 6; 11; 14; 20] ґрунту-
ється на припущенні, що всі змінні статистично незалежні між собою, і покликана 
спростити обчислення в порівнянні з повною Байєсівською класифікацією. 

Класифікація методом k-найближчих сусідів (k-nearest neighbors classifier, KNN 
classifier) [6; 7; 14; 16; 20] полягає у визначенні класу, до якого належить найбільше най-
ближчих сусідів об’єкта, клас якого визначається, і вважається, що новий об’єкт також 
належить до цього класу. Найближчі сусіди визначаються, переважно, за допомогою об-
числення відстані між точками у просторі за формулою Евкліда, хоча також можливі ін-
ші метрики. Число k позначає кількість найближчих сусідів, які використовуються для 
класифікації. 

Лінійний дискримінантний аналіз [20] використовується для пошуку лінійної ком-
бінації ознак, яка найкращим чином розділяє об’єкти на класи, або, іншими словами, 
полягає у знаходженні такого вектора, після проекції на який об’єкти можна розподіли-
ти між класами з максимальною сепарацією (максимальним розділенням). Як критерій 
розділення під час аналізу використовується лінійний дискримінант Фішера. Також лі-
нійний дискримінантний аналіз може виконуватись на базі функцій-ядер [20]. 
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Метод опорних векторів (SVM) [1; 6; 11; 14; 20] ґрунтується на ідеї, що найкращим 
способом розмежування точок в m-мірному просторі є m-1 гіперплощина, рівновідда-
лена від точок, які належать різним класам [1]. Основним завданням методу є пошук 
серед усіх можливих площин такої, яка рівновіддалена від крайніх об’єктів кожного з 
класів, і такі об’єкти називаються опорними векторами. Найкращим варіантом викори-
стання SVM класифікатора є той, коли простір між межами класів пустий. Проте також 
розроблені принципи застосування методу опорних векторів для класів, які перекрива-
ються [20]. У разі неможливості лінійного розділення об’єктів класів може бути вико-
ристаний метод опорних векторів на базі функцій-ядер [1; 20]. Перевагами методу вва-
жаються [1]: теоретична і практична обґрунтованість; узагальнений підхід до розв’язку 
багатьох задач завдяки застосуванню різних функцій-ядер; сталі розв’язки, незалежні 
від локальних мінімумів; відсутня проблема «перенавчання» (overfitting); може викори-
стовуватись при будь-яких розмірностях. Недоліками методу опорних векторів є [1]: 
порівняно невисока продуктивність; відсутність рекомендацій щодо вибору параметрів 
та вибору ядра; побічні ефекти нелінійних перетворень; труднощі в інтерпретації ре-
зультату; застосування для невеликої кількості векторів. 

Також для класифікації можуть бути використані нейронні мережі, генетичні алго-
ритми, теорія наближених множин, теорія нечітких множин та інші. 

Оцінити точність класифікації можна за допомогою так званої крос-перевірки 
(cross-validation) – процедури перевірки точності класифікації на даних із тестової 
множини. Якщо точність класифікації тестової множини приблизно однакова з точніс-
тю класифікації навчальної вибірки, то вважається, що отримана модель пройшла крос-
перевірку. В [6] розглядаються способи покращення точності класифікації, а саме ан-
самблевий метод. 

Кластеризація. На відміну від класифікації, де кількість класів задана наперед, клас-
теризація (кластерний аналіз) полягає в розподілі заданого набору об’єктів на групи схо-
жих між собою об’єктів, які називаються кластерами. Кількість кластерів заздалегідь не-
відома, тому завдання кластерного аналізу – визначення кількості кластерів і віднесення 
кожного з об’єктів набору даних до одного (або декількох) кластера (кластерів). Отже, 
модель, отримана в результаті кластеризації, повинна описувати як безпосередньо клас-
тери, так і належність об’єкта даних до одного (чи декількох) з цих кластерів. 

Методи кластеризації поділяються на неієрархічні та ієрархічні, останні у свою чер-
гу поділяються на агломеративні та дивізимні [1], у кожній з цих груп є безліч алгорит-
мів та підходів. Ієрархічні методи представляють результат у вигляді дерева, вкладених 
один в одного кластерів, що дає змогу найбільш повно представити структуру кластерів 
[1]. При ієрархічній кластеризації немає необхідності визначати кількість кластерів, то-
ді як неієрархічні методи в основному спрямовані на добір числа кластерів та визна-
чення у процесі цього добору їх оптимальної кількості. Використовуючи різні методи 
кластеризації для тих самих даних, можна отримати різні результати, що вважається 
прийнятним. Під час вибору алгоритму кластеризації важливо знати сильні та слабкі 
сторони алгоритму, а також враховувати природу даних, які будуть оброблятися. 

Розглянемо деякі алгоритми кластерного аналізу. Неієрархічна кластеризація ґрун-
тується на мінімізації певної цільової функції, яка визначає оптимальне розподілення 
об’єктів за кластерами. Класичним алгоритмом неієрархічної кластеризації є алгоритм 
k-середніх (k-means). Повний опис цього алгоритму можна знайти в [8], також він опи-
сується в [1; 6; 7; 11; 20]. Метою алгоритму є побудувати кластери таким чином, щоб їх 
середні якомога більше відрізнялись між собою. Кількість кластерів k задається до по-
чатку аналізу, тому насамперед необхідно мати гіпотезу про їх кількість. Якщо значен-
ня k неможливо спрогнозувати, то спочатку береться значення 2, а потім 3, 4, 5 і т. ін. З 



№ 2 (2), 2015 ТЕХНІЧНІ НАУКИ ТА ТЕХНОЛОГІЇ 
 

TECHNICAL SCIENCES AND TECHNOLOGIES 
 

96 

набору даних довільним чином вибираються k точок, які вважаються центрами класте-
рів. Потім усі об’єкти розбиваються на k груп, кожна з яких концентрується навколо 
одного з центрів. Далі обчислюються нові центри кластерів і знову проводиться форму-
вання k груп. Цей процес повторюється до того часу, доки центри кластерів не переста-
нуть змінюватись. Алгоритм k-середніх став базовим для інших неієрархічних алгори-
тмів кластеризації, наприклад, для алгоритму PAM (partitioning around medoids) [14]. 
Алгоритм k-середніх на базі функцій-ядер розглядається в [20]. У результаті узагаль-
нення алгоритму k-середніх розроблено алгоритм Fuzzy C-Means, в якому кластери 
вважаються нечіткими множинами і належність кожного об’єкта набору даних до того 
чи іншого кластера визначається за критерієм максимуму належності до цього кластера 
[1]. Алгоритм Fuzzy C-Means шукає кластери сферичної форми, на його основі було роз-
роблено алгоритм кластеризації за Гюстафсоном-Кесселем, який шукає кластери у фор-
мі еліпсоїдів. Як зазначено у [1], недоліком названих вище алгоритмів є те, що вони 
шукають кластери певної форми та ґрунтуються на аналізі відстані від точки до центра 
кластера, а не на аналізі взаємного розміщення точок. 

Також серед методів неієрархічної кластеризації необхідно відзначити EM-алгоритм 
(Expectation-Maximization) [6; 11; 20], який припускає наявність для кожного кластера 
функції щільності розподілу імовірності з відповідними значеннями математичного очі-
кування та дисперсії і завданням алгоритму є знайти параметри розподілів за принципом 
максимуму правдоподібності. Однією з найважливіших переваг цього методу є можли-
вість масштабування (він дозволяє проводити оброблення великих масивів даних). 

Крім того, до неієрархічних методів кластеризації належать методи, які ґрунтуються 
на аналізі концентрації (щільності розподілу) об’єктів (density-based clustering). Основ-
ний принцип такого підходу – об’єкти кластера, розміщені з певною щільністю, яка біль-
ша, ніж щільність об’єктів за межами кластера. Таку класифікацію реалізують алгорит-
ми DBSCAN [6; 14; 20], DENCLUE [6; 14; 20], OPTICS [6; 14]. 

Ієрархічна кластеризація будує так звані дендрограми, тобто деревовидні структури 
з відображенням вкладеності кластерів. Під час побудови використовуються агломера-
тивні методи (AGNES, Agglomerative Nesting) – виконують послідовне об’єднання 
менших кластерів у більші - або дивізимні методи (DIANA, Divisive Analysis) – розді-
ляють більші кластери на менші. До перших можна віднести алгоритми CURE [14], 
ROCK [14], CAMELEON [6] та інші, а до других – BIRCH [6; 14], хоча слід зауважити, 
що в цих алгоритмах ієрархічні методи інтегровані з іншими. З основними принципами 
агломеративних та дивізимних методів можна ознайомитись у [6; 7; 14; 20]. 

Окремо слід зупинитися на оцінюванні результатів кластерного аналізу. В [1] розгляда-
ється поняття «якість кластеризації», на основі якої ґрунтується вибір оптимального рі-
шення у процесі кластерного аналізу. Якість кластеризації – ступінь наближення результа-
ту кластеризації до ідеального рішення [1]. Для оцінювання якості кластеризації 
використовуються формальні параметри, оцінювання може проводитись за різними показ-
никами. Основні показники, за якими може проводитись оцінювання якості кластеризації: 

− показники чіткості. Вони набувають максимального значення при найбільш чіт-
кому розділенні об’єктів даних. До них належать коефіцієнт розбиття, модифікований 
коефіцієнт розбиття, індекс чіткості; 

− ентропійні критерії. Кластеризація вважається якіснішою тоді, коли значення ент-
ропії найнижче. Це буде тоді, коли ступінь належності елементу даних до одного клас-
тера найбільша, а до інших - найменша. До цих критеріїв належать ентропія розбиття, 
модифікована ентропія; 

− інші показники, наприклад, показник компактності та ізольованості, індекс ефек-
тивності і т. ін. 
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Для більш детального ознайомлення з критеріями оцінювання результатів кластер-
ного аналізу можна звернутись до [20]. 

Використовуючи критерії оцінювання якості кластеризації, в алгоритмі кластерного 
аналізу можна закласти певний адаптивний механізм вибору оптимального розв’язку 
серед усіх можливих, що приводить до поняття адаптивної кластеризації. Це найбільш 
характерно для неієрархічних методів кластеризації, де важко спрогнозувати результу-
ючу кількість кластерів. 

Також для кластеризації застосовуються такі підходи, як графові алгоритми класте-
ризації, нейронні мережі, генетичні алгоритми, еволюційні алгоритми, спектральна 
кластеризація, кластеризація на базі дерев рішень та інші. На сьогодні важливою вимо-
гою до алгоритмів кластеризації вважається можливість їх масштабування, тобто здат-
ність алгоритмів обробляти надвеликі об’єми даних. Прикладами алгоритмів, здатних 
до масштабування (scalable), є CLARA [6], CLARANS [6], CLOPE [19], CURE, BIRCH 
та багато інших. 

Пошук частих моделей. Частими паттернами можна назвати певні елементи чи гру-
пи елементів деякої предметної області, які часто повторюються, а часті моделі призна-
чені для опису частих паттернів. 

Аналіз частих наборів (frequent itemsets mining) ґрунтується на понятті транзакції - на-
борі даних із бази даних, тобто існує деяка множина елементів, із яких сформовано набори 
даних бази даних і ці набори є об’єктами аналізу. Найпростішим прикладом таких наборів 
є перелік товарів у чеку. Аналіз частих наборів для виявлення якихось закономірностей 
називають пошуком асоціативних правил. Основною метою побудови асоціативних пра-
вил є виявлення наборів даних, які часто повторюються серед великої кількості таких на-
борів. У результаті будуються так звані асоціативні правила виду 

якщо (умова), то (результат), де 
умова – набір об’єктів, з якими асоціюються об’єкти, які містяться в результаті 

правила. 
Побудовані правила не обов’язково несуть корисну інформацію, тому застосову-

ються спеціальні величини для оцінювання їх корисності. Згідно з [1] до них належать: 
− підтримка (support) – демонструє відсоток транзакцій, які підтримують це правило; 
− достовірність (confidence) – відображає імовірність того, що наявність у транзак-

ції одного набору об’єктів приводить до наявності іншого набору даних; 
− покращення (improvement) – показує, чи корисніше застосування правила від про-

стого відгадування. 
Для пошуку асоціативних правил застосовується алгоритм Apriori [1; 11; 14; 20] та 

його різновиди AprioriTid [1; 6], MSAP [1], а також алгоритми Eclat [20], dEclat [20], 
FPGrowth [6; 20]. 

Опрацювання частих наборів великої кількості елементів пов’язане зі зростанням 
обчислювальної складності задачі. У [20] розглядається один з підходів до вирішення 
цієї проблеми, який полягає у формуванні так званого згущеного представлення частих 
наборів, яке узагальнює їх значущі характеристики. 

Аналіз частих послідовностей (frequent sequences mining) має на меті виявлення за-
лежностей між пов’язаними подіями у базі даних, тобто є певні послідовності подій і 
необхідно виявити закономірності у цих послідовностях. Отже, на відміну від частих 
наборів, у цьому випадку визначена певна послідовність елементів у наборі, критерієм 
упорядкування послідовності може бути, наприклад, час. Аналіз частих послідовностей 
допомагає виявити тенденції за часом або позицією розміщення елементу в наборі да-
них [20]. Для аналізу частих послідовностей існують відповідні алгоритми, наприклад, 
Spade [20], PrefixSpan [20] та інші. 
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У зв’язку зі значним поширенням різноманітних мереж у сучасному світі виникає 
все більше необхідності в аналізі даних, представлених у вигляді графів, наприклад, у 
вигляді графів зручно представляти блоги, соціальні мережі, Інтернет, біологічні сис-
теми та багато іншого. Метою такого аналізу є виявлення цікавих та корисних підгра-
фів у одному великому графі або із бази даних графів. Основні принципи аналізу графів 
описано в [20]. 

Як і під час кластеризації, знайдені в результаті аналізу правила та часті моделі не-
обхідно оцінити на предмет значущості. Вище було розглянуто деякі показники оціню-
вання асоціативних правил, більш детально показники оцінювання правил та частих 
моделей розглядаються в [20]. 

Крім названих вище задач DM, можна зазначити ще такі: 
− виявлення змін і відхилень (change and deviation detection), метою якого є вияв-

лення у наборі даних паттернів, не характерних для цього набору даних, або виявлення 
важливих змін у порівнянні з попереднім заміром параметрів; 

− підведення підсумків (summarization) дозволяє знайти компактний опис підмно-
жини даних із загального набору даних. Також часто використовується для реферуван-
ня текстів;  

− візуалізація або візуальний аналіз даних (visualization, visual mining), метою якого 
є зображення даних у певній візуальній формі, завдяки чому аналітик може зрозуміти їх 
суть і зробити певні висновки. 

Таким чином, DM у своєму арсеналі має значну кількість методів, у тому числі ней-
ронні мережі, генетичні алгоритми, еволюційні алгоритми, а вибір того чи іншого ме-
тоду (або комплексу методів) залежить від задачі, яку необхідно вирішити. 

Аналіз метеорологічних даних засобами Data Mining. Розглянемо прогнозування 
температури повітря з використанням нейромереж. Для дослідження виберемо дані ме-
теорологічної станції, розміщеної в м. Чернігів (WMO_ID=33135). Дані являють собою 
заміри через кожні три години різних метеорологічних показників, зокрема температу-
ра повітря, атмосферний тиск, відносна вологість повітря, напрям вітру, швидкість віт-
ру та багато інших. Для аналізу було вибрано дані температури повітря за період з 
01.01.2013 по 13.10.2015, загалом 8125 значень.  

Підготовка даних. Слід зазначити, що для метеорологічних даних характерна низь-
ка якість даних, тому перш ніж почати аналіз, їх необхідно перевірити на якість та усу-
нути виявлені недоліки, адже від цього може значно залежати отриманий результат. 
Тому спершу було оцінено якість вхідних даних. Викидів та екстремальних значень ви-
явлено не було, пропусків виявлено 35, тобто 0,43 %. Оскільки метеорологічні дані яв-
ляють собою часові ряди, то для заповнення пропусків вибрано метод інтерполювання. 

Прогнозування температури здійснювалося з використанням нейронної мережі, а 
саме багатошарового персептрону. В середовищі STATISTICA було вибрано стратегію 
«Автоматизована нейронна мережа» та побудовано 250 різних мереж і визначено 5 із 
найкращими характеристиками (у цьому випадку застосовувалась функція помилки 
«Сума квадратів»). Вхідними даними для нейромережі були 4 послідовні значення тем-
ператури повітря; кількість нейронів проміжного шару варіювалася від 3 до 25; також 
змінювалася функція активації нейронів проміжного та вихідного шарів (доступними 
були функції: лінійна, логістична, гіперболічний тангенс, експонента); кількість вихід-
них значень – одна – температура повітря. Набір даних для навчання мережі становив 
80 %, тестовий набір – 20 %. У результаті було вибрано 5 мереж, характеристики яких 
представлено на рис. 2. 
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Рис. 2. Параметри нейронних мереж, відібраних для прогнозування температури повітря 

Відібрані нейронні мережі були використані для прогнозування температури повіт-
ря на 15 кроків вперед. Прогноз робився, починаючи з 8110 кроку, щоб отримані ре-
зультати можна було порівняти з фактичним значенням температури повітря. На рис. 3 
представлено графіки фактичної температури повітря Т та прогнозної температури по-
вітря за даними кожної із нейронних мереж. 

 
Рис. 3. Графік фактичної та прогнозних температур повітря 

Згідно з рис. 3 можна сказати, що відібрані нейромережі дають дуже близькі про-
гнози температури повітря. У таблиці представлено коефіцієнти кореляції та значення 
середньої квадратичної похибки для кожного із прогнозів. 

Таблиця 
Коефіцієнти кореляції та середня квадратична похибка для прогнозів кожної з мереж 

Нейромережа Середня квадратична похибка (°С) Коефіцієнт кореляції 
1.MLP-4-25-1 1,838866 0,882303914 
2.MLP-4-17-1 1,899579 0,873162009 
3.MLP-4-23-1 1,980348 0,861381256 
4.MLP-4-16-1 2,035408 0,854014153 
5.MLP-4-25-1 1,941979 0,867174574 

Аналогічним чином можна виконати прогноз й інших метеорологічних параметрів, 
таких як атмосферний тиск, відносна вологість повітря, швидкість вітру. 

Висновки і пропозиції. У статті на прикладі прогнозування температури повітря із 
застосуванням нейромережі продемонстровано використання Data Mining для прогнозу 
метеорологічних даних, а саме виконано короткостроковий прогноз температури повіт-
ря на 45 годин з інтервалом у 3 години. Найбільша абсолютна похибка прогнозування 
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становила 4,04 °С (нейромережа MLP-4-25-1), середня абсолютна похибка становить 

1,47 °С, що підтверджує ефективність запропонованого прогнозу. 
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